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Hidden-Markov-Modelle: Wozu?

= Spracherkennung:
Akustisches Modell.

= Geschriebene Sprache:
Part-of-Speech-Tagging,
Informationsextraktion.

= Biologie:
Finden von Genen in der DNA.
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Markov-Prozesse

= X, ..., X: Zufallsvariablen.
s Gemeinsame Wahrscheinlichkeit:

P(Xys X) = POXO] TPOX 1 X X))

= X, ..., X, bilden Markovkette, wenn:

P(Xyr Xy) = P(Xl)Hin:z P(X; | Xi4)
Jede Variable X; nur vom Vorgéanger X, ; abhangig.

s Markov-Modell:

Probabilistischer endlicher Automat.
Folge der Zustande ist Markov-Kette.
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Markov-Modell

s Zustdnde Q={l...,N}, Zustand zur Zeit t: G
. TransitionswahrscheinIichkeitenA={a..} mit ZJN_
s Startwahrscheinlichkeiten 7 ={z, = P(q, =i)}

s Z.B. Wortartenerkennung
(,Part-of-Speech

Tagging”)
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= P(q, =Art,q,=N,q,=V)=0,4-0,9-0,15=0,054



Hidden-Markov-Modell

s Folge der Zustande ist nicht sichtbar.

= Statt dessen: Zustande emittieren Beobachtungen
O, (mit Wahrscheinlichkeit b;(O,)).

aalen .001

1% 1%

5% 15%
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Hidden-Markov-Modell

s Zustande Q={l..., N}, Zustand zur Zeit t: G
. TransitionswahrscheinIichkeitenA={aij} mit ?'_ a; =1
s Startwahrscheinlichkeiten 7 ={r, = P(q, =i)}

s Beobachtungswahrscheinlichkeiten:
B :{bi (Ot) = P(Ot | g = |)}

= HMM definiert durch Parameter 6= (A, B, )

= Markov-Annahme flr Zustandsfolgen:
P(qt | Oigreees ql) — P(qt | qt—l)
= Markov-Annahme flr Beobachtungen:

P(Ot | qt’qt—l""’ql) — P(Ot | qt)
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Drei Basisprobleme

= Problem 1: Likelihood einer Beobachtungsfolge:

Berechne P(O,,...,0; | 6)

= Problem 2: Optimale Zustandskette finden:

,Welche Zustandskette hat die Beobachtung am
wahrscheinlichsten erzeugt?”

= Problem 3: Lernproblem

,Gegeben viele Beobachtungsfolgen, finde die
Parameter des HMMs!”

Berechne arg max, P({(O,,...,0;),...}| 6)
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Problem 1: Likelihood einer Beobachtungsfolge

=2 3 P(O0 O G 0r,0) P00 10) - (EEEIT

= Z Z le (Ol)bQT (OT ).72.% 'a%(b .”..aqT—qu HMM-Definition

= Anzahl der Summanden: N'

= Auswertung exponentiell in der Lange der
Beobachtungsfolge.

s Gesucht: polynomieller Algorithmus.

= Dynamische Programmierung: Zwischenergebnisse
speichern.
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Trellis

= Trellis: Array Uber Zustande x Zeit.

= Hilft der Vorstellung, muss man aber nicht
Implementieren.

s Zlel: Rekursive Definitionen nutzen
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Forward-Algorithmus

= Gesucht: P(0,...,0;16)= > P(0,...,0;,0, |6)

2
P(O,,...,0:,0; 10)
- qule:Q P(Oy,....Or, Gy, G4 | 0) Randverteilung
ZQP ¢ ,0; [0y,..,0r 4,04, 0)P(O,,...,0; 4,0, |0) Produkiregel
e
) qul;‘Q P (G Or 16-1,0)P (0., Ory,r s 16) Eizigk?;gigkeit
qu:Qb a, . P(O,,....0,,,0;,0) HMM

s Anzahl der zu berechnenden Summanden:

T Rekursionstiefe mit jeweils N Summanden flr N zu

berechnende Wahrscheinlichkeiten O(TN 2) 10
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Anwendungsbeispiel

= Worterkennung:
Ein HMM fur jedes Wort.
,Welches Modell passt am besten?*

gegeben: Sprachsignal (Beobachtungssequenz)
gesucht: Wahrscheinlichstes der gegebenen Modelle

argmax P(6, |O,,...,O;)
k

=argmax »_ P(O,,..,0;,q; [G)P(6,) 7P

Randverteilung
k Or €Q /‘

Likelihood durch Forward-Algorithmus A-Priori-Wahrscheinlichkeit durch Abzéhlen
in polynomieller Zeit berechenbar der Worthaufigkeit in der Trainingsmenge.
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Drei Basisprobleme

= Problem 1: Likelihood einer Beobachtungsfolge:

P(O,,...,O; | ) ist effizient durch Forward-Algorithmus
berechenbar

= Problem 2: Optimale Zustandskette finden:

,Welche Zustandskette hat die Beobachtung am
wahrscheinlichsten erzeugt?*

= Problem 3: Lernproblem

,Gegeben viele Beobachtungsfolgen, finde die
Parameter des HMMs!”

Berechne arg max, P({(O,,...,0;),...}| )
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Problem 2: Optimale Zustandskette

= Beispiele:
Part-of-Speech-Tagging, ein Zustand pro Wortart

Gensequenzanalyse, Zustande entsprechen Tags,
mit denen das Genom annotiert werden soll.

= Moglichkeit 1: Welcher einzelne Zustand zur Zeit t
passt am besten zur Beobachtungsfolge?

Forward-Backward-Algorithmus fir
argmax, P(q,|0;,...,0;,0)
= MOglichkeit 2: Welche komplette Zustandsfolge
passt am besten zur Beobachtungsfolge?
Viterbi-Algorithmus fur
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Wahrscheinlichkeit eines Zustandes

P(3,|O;.....Or,6)
_P(0,-,0:,4,16)

Produktregel
P(O,,...,0; | )
— P(Ot+1""’OT |Ol""’ot’qt’e)P(Ol""’Ot’qt 16) Produktregel +
Z P(Ol,...,Ot,qt |1 0) Randverteilung
Gr €92

_ P(GO,4,.,0; |0,,0)P(O,,...,0,,0, | F) Bedingte

Z P(Ola---lotsqt | 9) X&lbhanglgkelt

0?7?7777 Durch Forward-Algorithmus in Durch Forward-Algorithmus in
polynomieller Zeit berechenbar polynomieller Zeit berechenbar

14

n
®)
2
®
—h
®
=
~
®
=
o
)
>
jab)
>
92
=
1Y)
=
jab)
0
92)
®
N
i)
=
jab)
(@)
2
—
®
®)
2>
>
=
o
Q
®




Backward-Algorithmus

= Gesucht: P(O,,,...0; |q,,0)

P(Ot+1""’OT |qt"9)

— Z P(Om, 01,004 1 0L 6’) Randverteilung
0,1 €Q

— Z P (Ot+2 1y OT | Ot+1’ qt+1’ qt ! (9) P (Ot+1’ qt+1 | qt ! 9) PrOdUKtregel
G2 €2

= Z P (Ot+2 18049 OT | qt+1’ 0) th+1 (Ot+1) aqtqm Markov-Modell
O €2

= Aufwand um Terme P(O,,,...,O; | q,, ) fur alle
Zeitpunkte t=1,...,T =1 und Belegungen g, € QQ zu
berechnen ist O(TNZ)

n
®)
2
®
—h
®
=
~
®
=
o
)
>
jab)
>
92
=
1Y)
=
jab)
0
92)
®
N
i)
=
jab)
(@)
2
—
®
®)
2>
>
=
o
Q
®

15




Wahrscheinlichkeit eines Zustandes

P(d,|Oy.....0;.6)
_P(0,...0;.66)

Produktregel
P(O,,...0; | 6)
— P(Ou1:-,0:10;,..,0,,6,0)P(C,,....0,,q, | 0) Produktregel +
Z P(O,...,0;,q, | 0) Randverteilung
Or

_ P(Op-40; 16, 0)P(Oy,-40,,, | 6)

_ Bedingte
ﬂ Z P(Ol, ey OT » Or | 9) \nabhangigkeit
Or /\

Durch Backward-Algorithmus in Durch Forward-Algorithmus in Durch Forward-Algorithmus in
polynomieller Zeit berechenbar polynomieller Zeit berechenbar | | polynomieller Zeit berechenbar
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Backward-Algorithmus berechnet werden
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Forward-Backward-Algorithmus

= Forward
Initialisiere P(O,,q, |0) = 7, b, (O,) (fir alle Belegungen q,)
Frtvon1lbis T
« Berechne (fir alle Belegungen qy): P(Q,,...,0,,q,|0)
= Berechne P(Q,,...,0; |9) ZP 0,0 16)
= Backward
Initialisiere P(O; |0;_,0) =D, (O;)a
Flrtvon T-2 bis 1
« Berechne (fur alle Zustande qy): P(O,4,...0; | 0,,0)
» Berechne (fur alle Zustande q,):
O: 9, 0)P(O,,...0,,q,|6)
P(0,.....0; |0)

Or a0y

PO,
P(qt|ol,...,o.|_,0): ( t+1

17
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Forward-Backward-Algorithmus

= Lauft mit quadratischem Aufwand: O(TN?)
Rekursionstiefe fur Forward/Backward: T

Fur jede Rekursion t den Wert P(q, |O,,...,0;,8) aller
N Belegungen von g, berechnen

Fur jeden Wert N Summen berechnen
= Berechnet P(q,|O,...,0;,8) und P(O,,...,0; |0)

s Forward-Backward multipliziert viele
Wahrscheinlichkeiten auf => numerisch oft O
Mit Log-Wahrscheinlichkeiten arbeiten
» Bsp: log(0,0001*0,001*0,00001) wird zu (-4)+(-3)+(-5)

18
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Problem 2: Optimale Zustandskette

s MOglichkeit 1: Welcher einzelne Zustand zur Zeit t
passt am besten zur Beobachtungsfolge?

argmax, P(q,|0,,...,0;,6)
Bestimmung durch Forward-Backward-Algorithmus

= MaOglichkeit 2: Welche komplette Zustandsfolge
passt am besten zur Beobachtungsfolge?

------

Bestimmen mit Viterbi-Algorithmus

19
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Viterbi-Algorithmus

arg maz< P(q,,....q, | Oy,-...,0O,,0)

(o
P yarny ,O,...,O 0 Produktregel
O rees Gt P(Ol,...,Ot,Q)
Normalisierer hat keinen
= arg gnaz( P(qy o Oy Ol’ rrey Ot | 9) Einfluss auf argmax
e O

=arg max(arg max P(q,...,q,,0;,...,0, | 0)) Operator argmax bzw. max
O

S RTI ]

Mit dynamischer Programmierung in
polynomieller Zeit berechenbar (nachste Folie)
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Viterbi-Algorithmus

s Gesucht: max P(q,,...,q,,0,,...,0, | )

Gp s lig

max P(q,...,q,,0,,...,0,|0)

Goseslea

= max P(q,,...,0,.4,0,,...,0.,10)-

Opveens Ot
P(qt’ot |qli"-’Qt—l’Ol""’Ot—l’g) -
= max P(ql,...,qt_l,Ol,...,Ot_l|¢9)P(qt,0t |0|t_1,<9) Bedingte

Produktregel

Unabhéangigkeit
Gpsees Ot g
= max P(d, 01,010 1 0)a, b, (O) HMM
RRRL ]

albojouydaiyoeids :asseld/sueysjoio/1ajayos

=b, (Ot)rr(}ix a, o | max P(q,....q.4,0,,...,0_|0)| Rekursion

Opse-li2

21



Viterbi-Algorithmus

s FUrtvon 2 bis T-1

Berechne (fur alle Belegungen q,):

» Maximale Wahrscheinlichkeit
max P(q,,....d.4,9,.0,,....O, | 0)

Groe Ui

* Sowie maximierenden Vorgangerzustand

Gcs () = afgmaX(maX P (00, O Olﬁ))

_ _ G—1 G
m [ermination

q; =arg maX( MaX P(ql,---,qT_qu’01’---1OT |9))

Or OpsesOr 1

m FUrtvonT-1his 1
o =0 (a7,)
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Drei Basisprobleme

= Problem 1: Likelihood einer Beobachtungsfolge:

P(O,,...,O; | ) ist effizient durch Forward-Algorithmus
berechenbar

= Problem 2: Optimale Zustandskette finden:

Durch Viterbi- bzw. Forward-Backward-Algorithmus
effizient I0sbar.

= Problem 3: Lernproblem

,Gegeben viele Beobachtungsfolgen, finde die
Parameter des HMMs!”

Berechne arg max, P({(O,,...,0;),...}| )

23
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Problem 3: Lernproblem

s Gegeben: Sammlung von Beobachtungsfolgen.
s Gesucht HMM-Parameter 6.

s Sichtbare Zustande

z.B. Part-of-Speech-Tagging: Jede Beobachtung ist
mit dem zugehorigen Zustand markiert.

Schatzen der Parameter durch Zahlen der
Starthaufigkeiten, Transitionen, Beobachtungen.

s Unsichtbare Zustande

z.B. Worterkennung: Nur Sprachsignal gegeben,
Zustandsfolgen sind unbekannt.

Lernen der Parameter durch Baum-Welch-
Algorithmus.
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Sichtbare Zustande

= Trainingsmenge &
g — <(O(1),Q(1)) ’’’’’ (O(m),Q(m))> %
0% =01,..,0% Notation ?
k 1 |0, wenn g i =
eele e |
1, wenn g, 2
1 & : 0
. (k) n
Schatze 7; = — =1 ?
m Tl m T.-1 g

. k . k - k .
Schiitze a, =3’ [[qt():l/\qt(+1)=1]]/z [0=i] B
k=1 t=1 k=1 t=1 s
m Tk m Tk g
Schatze b (0)=)_ |[qt(k) =iAn0l :O]]/Z I[qt(k) = i]] g
k=1 t=1 k=1 t=1 o

25




Unsichtbare Zustande

= Trainingsmenge
s=(0",..,0M)
0" =0Y,...,0"
Zustande unbekannt.

= Forward-Backward-Algorithmus kann
Wahrscheinlichkeit der Zustande berechnen,
braucht dafir aber Modell.

m Letzte Folie: Kbnnen Modell schatzen, brauchen
aber Zustandswahrscheinlichkeiten.
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Baum-Welch-Algorithmus

= LOsung: Abwechselndes Schatzen von Modell und
Zustanden

= Instanz des EM-Algorithmus.
= Beginne mit zufalligen Parametern und iteriere zwei
Schritte bis zur Konvergenz

Schatze die Zustande durch Forward-Backward-
Algorithmus auf Grundlage des aktuellen Modells

Optimiere die Parameter des Modells auf Grundlage
berechneter Zustande.
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Baum-Welch-Algorithmus

= Ubergangswahrscheinlichkeiten:

P(09,,9,,:,0,--2O; | ) [ burch Forward-Algorithmus i
P06,0.410,..,0r.0) = SOl [oomr oy,
1,...’ T’ t

G €2

P(q,,9,.,,0;,....0; | 6)
= P(OH,...,OT |C]Hl,qt,Ol,...,Ot,6’)F’(C|t+1,qt,()1,...,()t |1 6) Produktregel
=P(01 101,601, 0, )P(O, 5, Or | 811, G, Oy, Oy, 0)
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Produkt I
xP(0,,..,0,,q, | )P(q,, |, O, -...0,, ) oEHEEe
= P(Ot+1 | Gt H)P(Ouz pene OT | Gtas 9) Bedingte
LGN DLICMTND Unabhangigiet
=b, (0.1)P(Ouz.-0; 10,1, 0)P(O;,...,0,, G, | O)a, HMM
] o
Durch Backward-Algorithmus in Durch Forward-Algorithmus in

polynomieller Zeit berechenbar polynomieller Zeit berechenbar 8




Baum-Welch-Algorithmus

= Trainingsmenge S:<O(1),...,O(m)>;0(k) =0, ,...,0;
1. Initialisiere 8 zufallig.

2. Wiederhole bis Konvergenz: Fur alle k von 1 bis m
Berechne durch Forward-Backward fur alle t und g;:
P(q, |O,,...,0;,6), P(Ol,...,OT,qT |6’), P(OM,...,OT |qt,¢9)
Fdr alle t, g, und g, berechne P(q,,q,,,|0,,...,0;,0)
Schatze % =pP(q, =i|0,,...,0;,6)
Schatze aj” =Zt’,P(qt =1,0,, = ] IOl,---,OT,G)/Z P(g,=i]0,,...0Or,0)

Schatze b(0)= > P(q, :i|ol,...,oT,e)/ZP(qt =i|0,,...,0;,0)

t:0,=0
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3.  Mittle Schatzer fur @ Gber m Beispiele und
Wiederhole ab Schritt 2.
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Drei Basisprobleme

= Problem 1: Likelihood einer Beobachtungsfolge:

P(O,,...,O; | ) ist effizient durch Forward-Algorithmus
berechenbar

= Problem 2: Optimale Zustandskette finden:

Durch Viterbi- bzw. Forward-Backward-Algorithmus
effizient I0sbar.

= Problem 3: Lernproblem
Berechne arg max, P({(O,,...,0;),...}| )
Durch Baum-Welch-Algorithmus |6sbar.
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Kontinuierliche HMM

= Bisher: endlich viele Beobachtungen O, b,(O)
diskrete Verteilung

s Sprachverarbeitung: Beobachtung kontinuierliches
Signal, kontinuierliche Dichtefunktion b;(X).

= b.(X) Uberlagerung von M multivariaten
GaquertgiIungen.

b, (X) = Zcik N (X | £y 2 ) = Zcikbik (X)

31

)]
o
=
@
—h
@
-
S~~~
®
-
o
()
>
Q
-
0
~
U
-
Q
n
n
@
92]
ge)
-
Q
O
=
—~t+
@
o
-
S
oS
o
Q
(9]




Kontinuierliche HMM

= Bisher: bi(k)(o) — Z P(qt =1 |Ol""’OT’€)/ZP(qt =1 |Ol""’OT’9)

t:0,=0
Stattdessen: ML-Schatzer der kontinuierlichen
Verteilung.

M M
Likelihood: b;(x) = Zcik N (X] 24y, 2y ) = Zcikbik (X)
k=1 k=1

Problem: sowohl die Zugehdarigkeit c;, der
Beobachtungen als auch die M Verteilungen N(...)
sind unbekannt.

s Schatzen einer multivariaten Gauldschen
Mischverteilung wird durch EM-Algorithmus gelost.

= In jeder Baum-Welch-Iteration und fur jeden der N
Zustande wird der EM-Algorithmus zur Schatzung
der b;(X) gestartet.
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Schatzen der GauBschen Mischverteilung

= Hier: Vereinfachte Darstellung. Nur univariate (x € R)
Mischverteilung. b, (X) =N (x| z,,0;)
= Vereinfachte Darstellung: x, bis x, seien die
Beobachtungen, die im aktuellen Zustand i erzeugt
wurden
tatsachlich wird jede Beobachtung O, mit P(qg, =1|0,,...,0;,0)
Im Zustand i1 erzeugt).

s ML-Schatzer flr univariate Normalverteilung:
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= — X. O = =1
M mizﬂ: i ML m(m—1)
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ML-Hypothese fur mehrere normalverteilte
Cluster

» Feste Clusterzuordnung: z; = 1, wenn x; aus Cluster
J stammt, sonst z; = 0.

m m
H=22% [ 2%
i=1 =1

= Wenn x; mit einer Wahrscheinlichkeit von p(z;=1)
aus Cluster j stammt:

M :Zm: p(zij =1)x, Zm: p(zij =1)
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Probabilistische Clusterzuordnung

= Wahrscheinlichkeit dafur, dass x; aus Cluster |
stammt:

Cluster j hat a-priori Wahrscheinlichkeit P(j)
p(z; =1) =P(J[x)

N | ,0,)P()

) Zk:N(Xi | #5,0)P(K)

= Bel gleich wahrscheinlichen Clustern:
p(zij =1) =P(J| Xi)
B N (X, |1uj’0j)
) 2 NG 45,0,)
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EM-Algorithmus (intuitiv)

= Beginne mit zufalligen Werten far alle

= Wiederhole
E-Schritt: Schatze flr alle Datenpunkte i:

p(z. =1) = N | 45,0;)P(1)
: Z N(X | 4,0 )P(K)

M-Schritt: Optimiere alle i, o, :
Z P(z; =1)x; \/Z P(z; =1)(X — u)?
=l . _Yi=

|
Hi= 0§ =

Z p(zij =1) Zm: p(zij =1)

=1
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Fragen?

Scheffer/GrofRhans/Prasse: Sprachtechnologie

37



