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Themenmodellierung

= Themenmodellierung (Topic modeling) liefert
Methoden, grol3e elektronische Archive
automatisch zu organisieren, verstehen,
durchsuchen und zusammenzufassen

Versteckte Themenmuster finden, die in der
Dokumentensammlung reflektiert sind

Dokumente anhand der gefundenen Themen
annotieren

Annotationen verwenden, um Dokumente zu
organisieren und durchsuchen
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Themenmodellierung (Beispielsystem

Chance and Statistical Significance in Protein and
DNA Sequence Analysis

Samuel Karlin and Volker Brendel

Top words from the top topics (by term score) Expected topic proportions
sequence residues
region binding -
per domains o
identified helix a
fragments cys |
two regions x
genes structure 51
three terminus
cdna terminal 1
analysis site 8l vl P

Abstract with the most likely topic assignments

[Statistigal approaches help in the delemmination of _conﬁguraﬁons in protein and
nucleic acid sequence recent methods - dise il (i) score-
based sequence is that a for characterizing anomalies in local
sequence 18X and for sequence (il) quantile f amino
acid usage that revealigénera compositional Bili§e8 in proteins and evolutionary fSlaHionS;

and (i) r-scan NSNS that can be IPPNEEE o the analysis of Spacings of sequence
markers.

Top Ten Similar Documents

Exhaustive Matching of the Entire Protein Sequence Database

How Big Is the Universe of Exons?

Counting and Discounting the Universe of Exons

Detecting Subtle Sequence Signals; A Gibbs Sampling Strategy for Multiple Alignment
Ancient Conserved Regions in New Gene Sequences and the Protein Databases

A Method to Identify Protein Sequences that Fold into a Known Three- Dimensional Structure
Testing the Exon Theory of Genes: The Evidence from Protein Structure

Predicting Coiled Coils from Protein Sequences

Genome Sequence of the Nematode C. elegans: A Platform for Investigating Biology
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Probabilistische Modellierung

1.  Behandlung der Daten als Beobachtungen, die
aus einem generativen probabilistischen Prozess
mit versteckten Variablen entstehen

Bei Dokumenten reflektieren die versteckten

Variablen die thematische Struktur der
Textsammlung

2. Versteckte Struktur finden mit Posterior-Inferenz

Was sind die Themen, die diese Sammlung
beschreiben?

3. Neue Daten in das geschatzte Modell
,einsortieren”

Wie passt das neue Dokument in die
Themenstruktur?
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Latente Dirichlet-Allokation

s Generatives Modell flur Texte:

Modelliert gemeinsame Wahrscheinlichkeit fir
Beobachtungen, Label und versteckten Variablen.

Beschreibt Prozess wie Beobachtungen, Label und
versteckte Variablen erzeugt werden.

= Beobachtungen sind Warter der Dokumente.

= Versteckte Variablen sind Themen flr jedes
Dokument und die Zusammensetzung der Themen
an sich
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Generatives Modell

Themen
gene &, 64
dna .62

genetic @.081

T

life @.82
evolve f.81
organism @.01

~=__J;f'”ﬂﬂrr_1

brain @, 604
MEuraen @, a2
nerve g.81

data @.e2
number B.02
computer @, 81

R
» Themen sind Verteilungen tUber die Worter des Vokabulars
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Generatives Modell

Themen Dokumente Themenanteile und
Zuweisungen

gene &, 64
dna .82
genetic @.01

—

life @.02

evolve f.81
organism @.81
“--..__.--","'.‘r._-

brain @, 604
MNEuran @62
Nerve g.81

data .82
number B.02

computer @, 01 11‘

—
» Themen sind Verteilungen tUber die Worter des Vokabulars
s Jedes Dokument ist eine Mischung aus (korpus-globalen) Themen
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Generatives Modell

Themen Dokumente Them_enantelle und
Zuweisungen
gene @, B4
e B Seeking Life’s Bare {Genetu:) Necessities
s COLD SPRING HARBOR, MEW YORK— are nast all || .
Huvw many penes Joes an SEmis g comparison o the 79000
I :Ul.'_l:‘l\'l.'?l..l'\-l week at the 2emome mecTing

vere,” twor peneane researe hers with radically
Jifferent apprisiches preseni i complemen
Aan view "'||I|-\.' 1510 B0 I I

life @.82
evolve @.81
organism @.081

hm__‘;f'ﬂﬂﬂrr‘n

brain @, 04 iib— bt thar anvehing shoer &
neuraon @62 of D00 swwouldn’t be enough e
nerve f.81 Although the mumbers don't P

II'.I|\.|||'II\.I\.I'\-.' L] IIII st 1 '

"-—--"-”’..-_- * Genome Mapping and Saquenc

ing. Cold Spring Harbor, New Yok, Stripping down. Compuler anal yiglds an ash-
May 810 12 mate of the minimurm medem '1r||1 Acien! genames

data .82
number B.02

computer @, 01 \

_—

» Themen sind Verteilungen tUber die Worter des Vokabulars

s Jedes Dokument ist eine Mischung aus (korpus-globalen) Themen
m Jedes Wort ist aus einem der Themen gezogen

SCIEMCE = WOL. 271 = 14 MAY 19
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Inferenzproblem

Themen Dokumente Themenanteile und
Zuweisungen

Seeking Life’s Bare (Genetic) Necessities

COLD SPRING HARBOR, NEW YORK—

e not all thar tar apare,” Gspecially i
ompartson to the 75,00 < igedve ha

How many genes Joes an orgimnism & e 75,000
\_/ survive! Last week a snores Siv Andersgy Sl

A\ ';'r(-‘ " cr. Bur comimg I] '-'l|’|l OO

tary ws o the 15 answer may be more than jusr

Chny seirch te imber ) Ty

sy WNENrY X

thot todin” 1

juist L n

] Pic IFAsIt
mated thar for this organism
sare plentytodothe |

00 ger
job—but that anvthing shore

Although the numbers don't

match precesely, these predicions

f * Genome Mapping and Sequanc- )

ing. Cokt Spring Hartor, New York Stripping down. Computer analysis ywalds an esti-
May Bto 12 mate of the minimum modern and ancient genomes

L.
= In Wirklichkeit sind nur die Worter beobachtet
s Das Ziel ist, die zugrundeliegende Themenstruktur zu inferieren

o 24 MAY IV
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Latente Dirichlet-Allokation

s Generatives Modell fir Texte (als bag-of-words)

s Jeder Text ist Mischung verschiedener Themen:

Fur jedes Thema ist die Zusammensetzung (die
Worthaufigkeiten) eine versteckte Variablen.

Fur jeden Text ist die Mischung Uber die Themen
eine versteckte Variable.

Worter sind Beobachtungen des generativen
Modells:

» Jeder Stelle des Dokuments ist ein Thema gemal3 der
Themenmischung des Dokuments zugewiesen.

x An jeder Stelle wird ein Wort erzeugt, gemal} der
Worthaufigkeiten des entsprechenden Themas

10
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Graphische Modelle

99_ « @

s Knoten sind Zufallsvariablen

= Kanten beschreiben maogliche Abhangigkeiten
s Beobachtete Variablen sind schattiert

= Tafeln (plates) beschreiben replizierte Struktur

X1
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Graphische Modelle

99_ « @

s Struktur des Graphen definiert bedingte
Unabhangigkeiten zwischen den Zufallsvariablen

= Obiger Graph bedeutet:

X1
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p(y,x1,....xn) = p(y) [ | (x| y)
n=1
12




Latente Dirichlet-Allokation

= Im Folgenden seien:
K die Anzahl der Themen,
V die Grol3e des Vokabulars,
D die Anzahl der Dokumente und
N, die Anzahl von Wortern im d-ten Dokument.
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Latente Dirichlet-Allokation

s FUr jedes Thema ist die Zusammensetzung (die
Worthaufigkeiten) eine versteckte Variablen:
Fur jedes Thema k €{1,...,K} ist g, eine V-dimensionale
Zufallsvariable
Alle 3, besitzen die gleiche (Prior)-VerteilungP (5, |77)

n Ist Hyperparameter der gemeinsamen Verteilung
(spater mehr)

14
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Latente Dirichlet-Allokation

= FUr jeden Text ist die Mischung Uber die Themen
eine versteckte Variable:
Fur jedes Dokument d €{1,...,D} ist 6, eine K-
dimensionale Zufallsvariable
Alle 6, besitzen die gleiche Verteilung P(6, | «)

a Ist Hyperparameter der gemeinsamen Verteilung
(spater mehr)
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Latente Dirichlet-Allokation

= Jedes Wort wird aus einem der Themen erzeugt:

Fur jedes Dokument d €{1,...,D}und jedes Wort ne{1,...
ist Z, , €{1...,K} eine 1-dimensionale Zufallsvariable.

Z, ,legt das Thema an der Stelle n in Dokument d fest.

Zy .10, ~ Mult(8,) ist multinomialverteilt, wobei 6, die
Einzelwahrscheinlichkeiten spezifiziert.

Fur jedes Dokument d €{1...,D}und jedes Wort ne{1,...
ISt W, , e {lV} eine 1-dimensionale Zufallsvariable.

W, ., legt das Wort an der Stelle n in Dokument d fest,
gegeben das Thema dieser Stelle.

WynlZgn B~ l\/lult(,B’Z ) ist multinomialverteilt, wobei 5,
dwnhchkelten spezifiziert.

Schreibweise flr: Pg inlZy n,ﬂ) entspricht der
Wahrscheinlichkeitsfunktion einer Multinomialverteilung
mit Parameter [,
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Latente Dirichlet-Allokation

Themenzuweisung

Hyperparameter pro Wort

Themenanteile pro Beobachtetes Wort
" Dokument | Themen Hyperparameter

N
S e

v 9.9{ Z d,n I’eri,n N /6 k Ui
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Latente Dirichlet-Allokation

S e

¥ 9&{ Z i T Ifbrd, n j\T /6 k n
D K

= Modell spezifiziert bedingte Unabhangigkeiten:

P(@,Z,W,,B|a,77):f! P(,Bk |77)1d2!P(9d |a)><

Hﬁ I:)(Zd,n |‘9d ) P(Wd,n |Zd,n’ﬂ)

D
d=1 n=1

= Hyperparameter o und 7 sind fest
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Latente Dirichlet-Allokation
p(e,z,w,ma,n):f[p(ﬂk I TP(6, 1)

1 d=1
D N

]d—[HP(Zdn |9d)P(de |Zdn’ﬂ)
=1 n=1

= Modellierung der einzelnen Verteilungen:
Zy .16, ~Mult(6,) ist multinomialverteilt.

W, 12,8~ Mult(,, ) ist multinomialverteilt.

Wie sollte man P (4, |7) und P(6, | @)wéahlen?
» Konjugierte Verteilung zu Mutlinomialverteilung

19
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Wiederholung: Dirichlet-Verteilung

= Verteilung Uber Vektoren 6=(4,...,6,) , mit:
Alle Eintrage 6, > 0sind positiv,

D
Die Summe der Eintrage ist » 6, =1.
d=1

= Verallgemeinerung der Beta-Verteilung auf mehr
als 2 Dimensionen

= Parametrisiert durch Vektor a =(a,,...,a, ) mit &4 >0
= Dichtefunktion:

P(9 | 051,..y lr_{uzllrt;(:l)) li[‘giall

AN
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Verallgemeinerte A
Beta-Funktion Gamma-Funktion
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Wiederholung: Dirichlet-Verteilung
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Wiederholung: Dirichlet-Verteilung

s Je grol3er die Summe der Alphas, desto ,spitzer” ist
die Verteilung
Man erhalt schwach variierende Vektoren

= Je kleiner die Summe der Alphas, desto mehr
Wahrscheinlichkeitsmasse konzentriert sich auf die
Rander und Ecken
Man erhalt sparse Vektoren (meiste Komponenten 0)

3_

a4
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Wiederholung: Dirichlet-Verteilung

= Dirichlet-Verteilung ist der konjugierte Prior der
Multinomialverteilung

Posterior hat selbe Form wie der Prior

= Beil LDA: normalerweise austauschbarer
Dirichletprior
alle Komponenten des Parametervektors identisch
effektiv nur ein Parameter

I

P(0]a)= F((g_)a)li[@“l
Sy

Gamma-Funktion

23

)]
o
=
@
—h
@
=
L
Q.
o
@
=
5
=
Q
n
0
®
92]
ge)
-
Q
o
=
—+
@
o
=
S
S
o
Q,
)




Latente Dirichlet-Allokation

P(H,Z,W,ma,n):li[P(,Bk ITTP(6, 1)

= Modellierung der einzelnen Verteilungen:

Z, . 16, ~Mult(8,) ist multinomalverteilt.
Wy lZyo B~ Mult(,BZd ) ISt multinomalverteilt.

B, |n ~ Dir(n) ist Dirichlet-verteilt.
6, |a ~ Dir(a) ist Dirichlet-verteilt.
» Wichtig: a<1, damit nur wenige Themen pro Dokument
vergeben werden

24
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LDA: Teilprobleme

S e

« 9&{ Z d,n prrd, T I\/T /6 k 77
D K

= Aus gegebener Dokumentensammlung, inferiere
Posterior-Verteilung von

Themenzuweisungen flr jedes Wort z
Themenanteile fur jedes Dokument 6
Verteillung Uber Vokabular fur jedes Thema B,

= Benutze Erwartungswerte des Posteriors fur
verschiedene Anwendungen

25
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Posterior-Inferenz

= Berechnung der Posterior-Verteilung zu schwierig:
P(6,ZW,pB|an)

[[>P(6.2W,Bla,n)d pdo

P(0,Z,8|W,a,n)=

z

= Daher: Approximative Posterior-Inferenz

= Mehrere Moglichkeiten:
Mean-field-variational-Methoden
Expectation propagation
Collapsed variational inference
Gibbs-Sampling
x einfachstes Verfahren
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Gibbs-Sampling

= Echte Posteriorverteilung P(0, Z, 8|W, a, n) zu
schwierig

s Gibbs-Sampling produziert | Samples aus der
echten Verteilung

(64,2", 8").....(0".2" . B )~ P(6.Z, BIW,,cx,17)

m |ldee: Posterior fur einzelne Zufallsvariablen ist
leicht zu berechnen, z.B.

P(27,150, Z \ {2715}, 8, W, a,n)

nacheinander jede Zufallsvariable neu aus inrem
Posterior gegeben alle anderen Variablen ziehen
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Gibbs-Sampling

= Ein MCMC (Markov-Chain-Monte-Carlo) -
Algorithmus

= Neuziehen von einzelnen Variablen entspricht
Zustandsibergang

s Zustand = komplette Belegung von allen Variablen

s lteratives neu ziehen ist Random Walk auf dem
Zustandsgraphen
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Gibbs-Sampling

= Haufigkeiten des Besuchs von Zustanden
entspricht Verteilung Uber die Belegungen der
Zufallsvariablen
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Gibbs-Sampling

= Theorem: Wenn man sich lange genug auf dem
Zustandsgraphen bewegt, und die
Zustandstbergange aus den Einzel-Posteriors
zieht, konvergieren die Besuchshéaufigkeiten zur
Gesamt-Posterior-Verteilung.

Bemerkung: Der Startpunkt ist spielt keine Rolle.
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Gibbs-Sampling

= Um Samples (¢",2",4").....(6".2', B' )~ P(6.Z, BIW,a,7)
aus dem Gesamtposterior zu erhalten:

mit beliebigem Startwert beginnen, und samplen, bis
die Verteilung konvergiert

zwischen dem Entnehmen einzelner Samples viele
Sampleschritte durchfihren, damit die Samples
voneinander unabhéangig sind
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Gibbs-Sampling: Algorithmus

m FUrivon1bis | 2.8,

Fdr j von 1 bis 1000
x Four alle Themen k:
e Ziehe Bk ~ P(Bkw, Z, 6—/67 W, 04977)
» Four alle Dokumente d:
+ Ziehe 04~ P(04|0_q4, 7,8, W, a,n)
* Fir alle Worter n in Dokument d:
— Ziehe Z4n ™~ P(Zdn|9 Z_ dnaBaW Q 77)

Gib Posterior-Sample (8*, Z*, 8") aus.
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Collapsed Gibhs-Sampling

= Bel normalem Gibbs-Sampling: sehr viele
Iterationen notwendig

= Verbesserung: nur Z samplen, dund S
rausintegrieren

ldee dahinter: kleinerer Zustandsgraph, da Zustand
nur noch aus Z bestenht

Statt zy, ~P(24,10,Z ¢, B:W,c,77) :
(Zd,n |Z—d,n’W’a’77)

Zgo~ P
={[P(2,10.Z 4, BW,a,7)P(6.81Z 4, W,,77)d BdO
)5
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Collapsed Gibhs-Sampling

P(6,.ZW,B|a,n)=

0400 \J O O N D D N
i e e [ TP TP@I TP (e016)P e, 12,000)

&
D K %
:
P(Zd v W@, ,7) Produktregel %
_ P(zdn Zan|a n)/P(Z_d,n,W|a,77) Zahler g-?
o P(Zd W2y W |, 77) Produktregel a
Q
_ P( ol Zg 0o W_d’n,a,n)P(Zd’n,Z_d W_dn|a,77) Produktregel §
D
=P( d, |Zd Wd,n1a177)P(dn|Zdn dnan) %
Letzten Faktor =]
P(Z . d i |0£ 77) ignorieren cho'
x P( dnlzdn W—d,n’a177) ( d,n |Z d,n? dn &, 77) Sigil?k?;igigkeit
= P( dnlzdn W—d,n’n) ( d,nlz—d,n’a) 34




Collapsed Gibhs-Sampling

P(0,ZW,fB|a,n)=

Qﬂ@ O O O N D D N
| Zaw Wao f L B | n TIPBAMITPG 1) TTTP(Zan16:)P (W, 124,00 8)
k=1 d=1

D K d=1 n=1

s 1. Term (,Likelihood"):

Randverteilung,

Produktregel,
P(W,,=W|zy,=2,Z_ 4, W q,.7) Unabhéngigkeit

o j d n _Wl Zd n =L, ﬁ )P(ﬂz |W—d,n’77)dﬂz Definitionen

= j ,BZ WDlr (,B | n+ COUﬂtS( )) d,B Erwartungswert

Zahler, wie oft Wort w Thema z zugewiesen ist (ohne wy ) Pirichlet

counts ( ZW
— = Grof3e des Vokabulars
counts(z)+Vn

Zahler, wie viele Worter Thema z zugewiesen sind (ohne wy ) 35
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Collapsed Gibhs-Sampling

P(0,ZW,fB|a,n)=

O+-OHO— @O0 o
< N N D D N g
0| Zaw Wau o || B | n TIPBADITP@ ) TTTP(Zan16)P (W, 124,.8) B

D K k=1 d=1 d=1 n=1 %

=

= 2 Term (”Prloru) Randverteilung, %

L Produktregel, =
P(zd,n T Z‘Z—da’m Q) Unabhangigkeit 5?-?
(0)}

n

(9]

= / P(Zd,n = Z|9d)P(9d’Z—d,m O{)d@d Definitionen 0
04 5

st

Erwartungswert =

— / Od,> Ppirichiet(0ala + counts(d, -))dbg Dirichlet S
04 =
Zahler, wie viele Worter in d Thema z zugewiesen sind (ohne wy ,) %

(@]

=

— count(d, z) + Cg Anzahl der Themen
count(d) + Ka

R e .
Anzahl der Worter in d (ohne wy ,) 36




Collapsed Gibhs-Sampling

count(z,w) +n y count(d, z) + «
count(z) + Vn  count(d) + K«

P(Zd,n — Z‘Z—d,na W7 05:77) X

s Effizient implementierbar

m Man muss sich immer nur die 4 verschiedenen
Typen von Zahlern merken

s Bel Bedarf lassen sich zusatzlich Samples ftr 6 und
B generieren

= Einfach aus Posterior P(, |W,n) oder P(6,|Z,«)
ziehen

= Kleinerer Zustandsgraph — schnelleres Einpendeln
auf richtige Verteilung
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Anwendung
(Eingangsbeispiel)

Chance and Statistical Significance in Protein and
DNA Sequence Analysis

Samuel Karlin and Volker Brendel

Top words from the top topics (by term score) Expected topic proportions
sequence residues
region binding -
per domains g
identified helix P
fragments cys |
E[ﬂz|W] two regions 3 E[ed |W]
genes structure 51
three terminus
cdna terminal 1
analysis site 8l vl P

Abstract with the most likely topic assignments

[Statistical approaches help in 11 determination ¢ Significant confiqurations in protein and
nucleic acid sequence recent MEthods == discissed! () score-

[B&88d sequence analysis that a for characterizing anomalies in jogal
sequence 18t and for sequence (if) (;lmﬂtllﬁ_gfamlno E Z — Z |W
acid usage that revealigénera compositional Bili§e8 in proteins and evolutionary fSlaHionS; d N

and (i) r-scan [SUSHSEES) that can beEPPliegEto the analysis of spacings of sequence

markers,

Top Ten Similar Documents
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Exhaustive Matching of the Entire Protein Sequence Database

How Big Is the Universe of Exons?

Counting and Discounting the Universe of Exons

Detecting Subtle Sequence Signals; A Gibbs Sampling Strategy for Multiple Alignment

Ancient Conserved Regions in New Gene Sequences and the Protein Databases Ahn l |Ch kelt der Themen
A Method to Identify Protein Sequences that Fold into a Known Three- Dimensional Structure A H
Testing the Exon Theory of Genes: The Evidence from Protein Structure (naChSte FOI Ie)

Predicting Coiled Coils from Protein Sequences
Genome Sequence of the Nematode C. elegans: A Platform for Investigating Biclogy 38




Anwe_ndungl
(Ahnlichkeit von Dokumenten)

= Berechnung der Ahnlichkeit zweier Dokumente als
iInneres Produkt der Themenverteilungen

Bayesian Model Averaging

—

sim(d;,d;) :/{;Zﬁ (0;,0,) P, Z,B|W,a,n)d0dZdj
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Ersetzen des Integrals Uber die Posterior-Verteilung
durch Summe Uber Gibbs-Samples aus dem Posterior
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Erweiterung ) o
(Entwicklung von Themen uber die Zeit)

"Theoretical Physics™ "Neuroscience"

FORCE OXYGEN
Can=g a LASER 2

RELATIVITY 2

NEURON

1880 1900 1920 1940 1960 1980 2000 1880 1900 1920 1940 1960 1980 2000

= Variablen g, verandern sich uber Zeit /=1, ...,
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rweiterungh
(Zusammenhange zwischen Themen)

_ N
g -’newons‘
/' brain Y -II 5‘"""“‘;";"5 II —
. [memory | _——— ™ i
/’ activatad | subiEcI: | Vewal J’SYI'I&DSBS‘
tyrosine phaspherylation — | | b Ity i
{ activation |7 e ™ — \ p
\ phosphorylation P53 % an Y glutamate
. Kinace cellcycls | / prateins —, | synaptic |
\h‘h activity — [ protein g - o /
— o oeyelin | T hinding ma \ | image | - \
P . -.\r\egumlol:\)’ 1 [T e D:;':masc || [ eomputer | sample kl" ":;:’r"?:‘l
N - > [ receptor’) e cloavage | [ B ‘d“":e/ [ polymer |
{rosaaren’, science ." receptors |- (/ amino acs E R il A polymers
{ tunding | { sctentists | cdna b ) I, COTPURME | 5"\ molaculss, ‘ohysicists ™
| o '_ _| saysh I| ligand I—"—‘ sequUance T \T_,/‘- parlicles |
! T:f | ligands | isalated P— T rses |
\ ople / /" / sequence — \ | —
e/ \apoptosis,’ P { sequences | [/surtaco", | onponmony h
NN | o ) [ laua —L s N
/wild type | dea  [| surfaces — stars \
™, [ mutant \\sequencing,’ | . \
- N | mutations [onames | o7 reaction [ astronomers
/united states", \ | [ ren T reactions | i '
f \ L | mutants | | active sita J.'_/' T \ universe |
women | /7. A mutaon A molecule || gajaxies |
; i [ NN NS N [ | molecules |/ ga'ax /
universities | expression { —{ [/ magnetic o . galaxy
\ | | cenines pants N, [ [ memetcfion | \transmon state/ N /
\ Students / *.pane marmow,? plart || | spin | -
\ oy | |\, supereondustivity —
Y d : VR gena | [ duct - .
. & ucation , e 3, _genes ]| \smw ik /" pressure ™, mante SN,
\ / /
. /,/ I\  sarteria arabidapeis /| . [ nignpresaure |\ [ oum P T
— [ vacterial - s o il / - - | pressures  |—| upparmantle | [ salar wind |
host | —— tassil recora’, \ coe [} metearites T eamn
L resistance | . devel hy f birds. 1 ' Inner core raties  / | planats |
e mica [ embryos | fossis | "\_\‘\_7,--/ 3‘?/ M planat/
{ antigan drosophila dinoseurs | /" gpecies o e /
| cells | genee \, foesl S et ;f-—h\ e
\ anligens S \_expression /) forests 4 N
) \ A !  warthieake o
\@mune response,/ ™~ f |, populations / A AW, carbon
o i R /| {
— . . —.. , B \\ ) \\ Y. | fanult carbon dioxide |
/ \/ N/ anciel " | images methane  §  —10
/ patents gonetic found \ - \,: . data N Mater yZ ~.
|| uuwml \ | population | impact >< ™, )\ , ozona N
'. m,:‘::;gn | proteins | | populations | \, milion years ago mman,c A o, atmospheric
" elnical / researchers | diferences [ e geposits { measurements |
\, / | . ., variation — | magm J/ climate \_ —\  stralosphere |
s |\ protein Ny _,/ agina ocean \ eoncantrations,
\ lound / — | eruption | ica | \\goncerirati /
L, laun / \voleanism, changes | —
~— d N ’/ imate change

= Darstellung von:
den 5 haufigsten Woértern pro Thema,

der Haufigkeit des Themas im Corkus (Schriftgrof3e)

Covarianz der Themen (Graph)
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Scheffer/Haider/Prasse: Sprachtechnologie

-
-
D
O)
(O
S

LL.

42



Acknowledgements

= Folien basieren teilweise auf Tutorial von David
Blei, Machine Learning Summer School 2009

)]
o
=
@
—h
@
=
L
Q.
o
@
=
5
=
Q
n
0
®
92]
ge)
-
Q
o
=
—+
@
o
=
S
S
o
Q,
)

43




