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Information Retrieval

= Konstruktion von Systemen, die die
Informationsbedurfnisse der Benutzer befriedigen.

s Reprasentation, Speicherung, Zugriff auf
Dokumente.

m Informationsbedirfnis kann, muss aber nicht durch
Anfrage ausgedrlckt werden.
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Information Retrieval
Schlusselwort-Modell

s Dokument reprasentiert durch Schlisselwaorter.

s Schllsselworter unterschiedlich speziell und relevant,
unterschiedliche Gewichte.

m K={k,, ..., ki} sind Index-Terme.
= Dokument d; = (Wy j, ..., W, ;).
= W, ;=0, wenn k; nicht in d; vorkommt, w, ;=g;(d,) sonst.

/N

beliebige Funktion; beriicksichtigt,
ob und wie oft das Wort vorkommt
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Information Retrieval
Boolesches Modell

s Dokumente: beschrieben durch Vorkommen von
Schlusselwortern.

= Suchanfrage sind Boolesche Ausdrucke.

= Ergebnisse der Suchanfrage werden durch
Mengenoperationen bestimmt.

= Binare Entscheidungen, kein Ranking der
Ergebnisse.

= Dokument d; = (W j, ..., W,,), fir Schlisselworter.
= W, ;=0, wenn k; nicht in d; vorkommt, w; ;=1 sonst.
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Information Retrieval
Ranking oder binare Entscheidungen?

Boolsches Modell gibt alle Dokumente zurtck, die
der Anfrage genugen.

Keine Reihenfolge.
Gefuhlt ,mehr Kontrolle® fur den Nutzer.

Ranking vs. binare Entscheidungen:
Score-Bewertungen implizieren Ranking.

Schlechtes Ranking bedeutet schlechte
Performance.
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Information Retrieval
Vektorraum-Modell

= Bag-of-Words:
Nur die Menge der Warter wird bertcksichtigt.
Keine Berlcksichtigung der Wortreihenfolge.

= Vektorraummodell:
Jeder Text = Punkt in hochdimensionalem Raum.

Raum hat eine Dimension flr jedes Wort der
Sprache.

s Problem: Woérter kommen in unterschiedlichen
Formen vor (z.B. Haus vs. Hauser).

Stemming.

s Variante: nur Wortstamme berucksichtigen, ,Stop-
Worter” entfernen.

7))
(@)
=
D
—h
D
-
S~~~
U
-
QD
(0))
7))
)
~~
@
-
o
w
=
QD
>
(7))
wn
©
-
QD
O
=
—+
D
@)
>
-
o
o
(@]
D




Vektorraum-Modell
Vorverarbeitung

Stemming: Nur Wortstamme verwenden
Auch: bin, bist, sind, ... - sein

Lemmatizing: Wie Stemming, nur unter
Zuhilfenahme von Parseinformationen.

Normalisierung: z.B Bindestriche zwischen Wartern
entfernen.

Auch Synonymauflosung: Auto, Wagen, ...
Stopwords: der, die, das, von, ...
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Vektorraum-Modell

A

Im Vektorraummodell
4 entspricht jeder Text
ge nau einem Pu nkt
im Raum. Die Wort-
reihenfolge bleibt
dabei unberick-
sichtigt.

Aaron 90
Aar 90°
Aal >

s Text wird reprasentiert durch Punkt im
hochdimensionalen Raum,

= Wortreihenfolge bleibt unbericksichtigt,
,Fulball ist toll” und , Toll ist FuBRball* gleich.

s Variante: Wortstammbildung, ,inverse document
frequency”.

Zytoplasma /
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Vektorraum-Modell
TFIDF-Reprasentation

= Termfrequenz eines Wortes in einem Text =
# Vorkommen des Wortes im Text.

= Problem 1: Einige Worter sind weniger relevant
Z.B. und, oder, nicht, wenn, ...

= LOsung: Inverse Dokumentenfrequenz

#Dokumente
#Dokumente , in denen Wort, vorkommt

IDF (wort;) =log
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Vektorraum-Modell
TFIDF

= Problem 2: Lange Texte haben lange Vektoren
(hohe Vektornorm), fihrt zu Verzerrungen beim
AhnlichkeitsmaR.

s LOsung: Normieren.

= Reprasentation eines Textes:

. TF(Wort,) - IDF (Wort,)

norm

TFIDF (Text) = :
/\ TF(Wort_)- IDF (Wort_)
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Alle Vektoren
haben die
Lange 1.
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Vektorraum-Modell
TFIDF

= Alternative Definitionen fur Termfrequenz,
Dokumentfrequenz und Normalisierung

Term frequency Document frequency Normalization
n (natural) tf; 4 n (no) 1 n (none) 1
. . N . 1
1 (logarithm) 1+ log(tf; 4) t (idf) log ar ¢ (cosine) N e
a (augmented) 0.5+ % p (prob idf) max{0,log X ;f‘jff }
axe (tf,

1 iftfy >0

b (boolean) {0 otherwise

= Auszug aus Manning, et.al.: Introduction to Information Retrieval:
http://nlp.stanford.edu/IR-book/
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Vektorraum-Modell
AhnlichkeitsmafR

= Ahnlichkeit zwischen Text d, und und Anfrage q:
Cosinus des Winkels zwischen den Vektoren.

>

d;-q

= Ahnlichkeit: sim(d;,q) =cos(6) =
[d; [-]q]

s Zwischen O und 1.
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Probabilistisches Modell

= Binary independence retrieval (BIR) model.
= Dokument d; = (W j, ..., W), fir Schlisselworter.
= W, ;=0, wenn k; nicht in d; vorkommt, w; ;=1 sonst.
= R ist die Menge der relevanten Dokumente.

= Gesucht: Schatzer fur P(R | d;): P(Dokument ist
relevant).

= Ahnlichkeit: Odds-Ratio

P(R]d;)
P(R|d;)

sim(d;,q) =
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Probabilistisches Modell

P(R|d;)
P(R|d))
~ P(d;|R)P(R)
. - P(d; [R)P(R)
= P(R)und P(R) ist konstant
far alle Dokumente gleich
P(d; [R)
P(d; | R)

= Bayes' Regel: sim(d;,q) =

sim(d,, q) ~

s Annahme: Die Terme des Dokuments sind
unabhangig:

P, [R)=([T,,,..P& IR)(I T, P& IR)

] ]

/N N\

Schlisselwort ist Schlusselwort ist
enthalten nicht enthalten
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Probabilistisches Modell

= Dann folgt far sim:
Hi“"’ij:lp(ki IR) Hi:wi,-zo P(EI IR)
H“Wifl Pk [R) Hi:wi,:o P(lzl [R)

= P(k;|R): Wahrscheinlichkeit fur Anfrageterm k; in
relevanten Texten.

= P(k [R): Wahrscheinlichkeit dafiir, dass Anfrageterm
ki In relevanten Texten nicht auftritt.

[ Slm(dj,q) -
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Probabilistisches Modell

= Annahme: Worter, die in der Anfrage g nicht
auftauchen, haben gleiche Wahrscheinlichkeit in
relevanten wie nicht relevanten Dokumenten
vorzukommen.

= Logarithmiert und leicht umgeformt:

P S Y S = .
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Probabilistisches Modell

= Problem: P(k; | R) ist nicht bekannt.

= Muss irgendwie von Hand eingestellt oder aus
Daten gelernt werden.
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Zusammenfassung

s Arten Texte darzustellen:
Schlisselwortmodell,
Bag-of-Words,
TFIDF-Reprasentation.

s Arten die Relevanz eines Dokuments zu einer
Anfrage zu bestimmen:

Testen auf groRte Ubereinstimmung,
Kosinus-Ahnlichkeit,
Probabilistisches Modell.
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Fragen?

Scheffer/Prasse/Grof3hans: Sprachtechnologie
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