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Statistische Sprachmodelle

s Wie wahrscheinlich ist ein bestimmter Satz in
einem Kontext:

P(,ich pflucke Beeren®) ist vielleicht 0.0001,
P(,ich pflicke Baren®) ist vielleicht 10-2°,

P(wyq, ..., wp)

m Statistische Sprachmodelle dieser Vorlesung:

N-Gramme,
Probabilistische kontextfreie Grammatiken.
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N-Gramm-Modelle

s Markov-Annahme (N-1). Ordnung (bsp: 2. Ordnung):

P(,Wald“ | ,ich pfllicke Beeren im“) =
P(,Wald" | ,Beeren im").

= Modell speichert Wahrscheinlichkeiten fir Wortfolgen
der Lange maximal N.

= N=1: ,Unigramm?”,
s N=2: ,Bigramm?,
s N=3: ,Trigramm?®.
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N-Gramm-Modelle
Erweiterung: Interpolation

= Dem N-Gramm-Sprachmodell liegt ein generatives
Prozessmodell zugrunde.

Worter werden iterativ ,ausgewurfelt”.

Jedes Wort w; wird nach der Wahrscheinlichkeit
P(w |w_,.,w_ ) ausgewdurfelt.

s Generatives Modell fur interpoliertes N-Gramm:

Fur jedes Wort w; wird zunachst Markov-Grad n
zwischen 1 und N nach p(n) gezogen.

Wort w; wird dann nach P(w; |w, ,,...,W. ..,) gezogen.

Lernen mit EM-Algorithmus
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NLP- (Natural Language Processing-) Pipeline

1. Tokenisierung,

2. Wortarterkennung,

3. Eilgennamenerkennung,
2. Parsing,

5. Informationsextraktion.
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Markov-Modelle
Wortarterkennung

= Modellierung: Ein Zustand pro POS-Tag.

= Trainingsdaten: ,Getaggtes” Korpus. Zustande sind
sichtbar.

= Anwendung: Zustande sind noch nicht sichtbar.

schlafen 0.096,
der 0.2, trinken 0.095,
die 0.2,

Artikel

ich 0.178,
du 0.176,

0.4

Nomen Pronomen }
i .
Haus 0.076,

0.2 Baum 0.075,
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Probabilistische kontextfreie Grammatiken
Parsing

= Probabilistic context-free grammar (PCFG):
Statistisches Sprachmodell.

S—NPVP 1.0 NP — NP PP 0.4
PP—-PNP 1.0 NP — astronomers O.]
VP - VNP 0.7 NP — ears 0.18
VP - VPPP 0.3 NP — saw 0.04
P — with 1.0 NP — stars 0.18
V — saw 1.0 NP — telescopes 0.1
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Probabilistische kontextfreie Grammatiken
Parsing

= Drel Fragen:

Was ist die Wahrscheinlichkeit eines Satzes w,;
gegeben eine Grammatik?k

Inside-Outside-Algorithmus

Was ist der wahrscheinlichste Pars-Baum gegeben
Satz und Grammatik?j

,Viterbi-Algorithmus

Welche Wahrscheinlichkeiten flr die
Grammatikregeln kdnnen wir aus einem gegebenen
Trainingskorpus Iernen?k

EM-Algorithmus
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Hidden-Markov-Modell

s Folge der Zustande ist nicht sichtbar.

= Statt dessen: Zustande emittieren Beobachtungen
O, (mit Wahrscheinlichkeit b;(O,)).

aalen .001

1% 1%

5% 15%
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Hidden-Markov-Modell

Basisprobleme

= Problem 1: Likelihood einer Beobachtungsfolge:
Berechne P(O;....,O; |9)ﬁ Forward-Algorithmus

= Problem 2: Optimale Zustandskette finden:

,Welche Zustandskette hat die Beobachtung am
wahrscheinlichsten erzeugt?”

= Problem 3: Lernproblem: | Viterbi-Algorithmus

,Gegeben viele Beobachtungsfolgen, finde die
Parameter des HMMs!”

Berechne argmax, P({(O,,...,0;),...}| )
Baum-Welch-Algorithmus
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Maschinelle Ubersetzung

Google translate

From: | English... ¥ a To: | German ‘l'| Tranﬁlate| English to German translation

In probability theory and applications, Bayes' In der Wahrscheinlichkeitstheorie und

theorem shows how to determine inverse Anwendungen, zeigt Bayes-Theorem, wie inversen
probabilities: knowing the conditional probability of Wahrscheinlichkeiten zu bestimmen: Wissen die
A given B, what is the conditional probability of B bedingte Wahrscheinlichkeit von A gegeben B,
given A? was die bedingte Wahrscheinlichkeit von B

gegeben A ist?

Google translate
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From: | Chines... ¥ a To: German ¥ | Translate | Chinese to German translation
aREe SRR, W RERE R E In der Wahrscheinlichkeitstheorie und Anwendung
., MET L ESEHRELS T, H22BREF der Bayes-Theorem zeigt, wie die inverse
== TR Wahrscheinlichkeit bestimmen: Was ist die
bedingte Wahrscheinlichkeit, dass angesichts B,
was die bedingte Wahrscheinlichkeit von B

ﬂ Listen ﬂ Read phonetically gegeben ist?




Maschinelle Ubersetzung
Problemstellung

s Gegeben: Text in Quellsprache,
s Gesucht: Aquivalenter Text in Zielsprache.

= Anwendungen:
Ubersetzung von Webseiten.

Ermdglicht Verstehen eines fremdsprachlichen
Textes, auch wenn Ubersetzung nicht genau ist.
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Maschinelle Ubersetzung
Teilprobleme

= Modellierung:
z.B. Finite State Transducer.

= Trainingsdaten:
Alignierung auf Satzebene z.B. langenbasiert.

Alignierung auf Wortebene z.B. durch wahrscheinlichste
Zuordnung.

s Parameterschatzung:
EM-Algorithmus.

= Dekodierung:
s z.B. Phrasenbasierte oder hierarchische Modelle.
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Invertierter Index
Was ist das?

1 69 11 1719 24 28 33 40 46 50 55 60

This is a text. A text has many words. Words are made from letters.

Schriftgrad, HTML-Tag

$

=

Q)

3

Terme Vorkommen 2
= Abbildung von Termen auf E

Q

Letters | 60 Dokumente / -]
Made | 50 Textpositionen. 3
0]

Many | 28 = Oft werden noch £
Text 11,19 Zusatzinformationen E
words 33, 40 gespeichert: 2
S

-]

=

S

Q)
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Invertierter Index
Tries

s Elementare Datenstruktur flr Retrieval-Aufgaben.
s Kanten sind mit Buchstaben beschriftet.

s Knoten sind leer oder mit Wortern und Fundstellen
beschriftet.

1 69 11 1719 24 28 33 40 46 50 55 60

This is a text. A text has many words. Words are made from letters.

/4 Letters: 60

P Made: 50
I d
A el
m n

t
A Text: 11,19

w
w Words:33,40

"4 Many: 28
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Invertierter Index
Suffix-Trie

s Aufbau eines Suffix-Tries:

= FUr alle Indexpunkte:
Flge Suffix ab Indexpunkt in den Trie ein.

1 69 11 1719 24 28 33 40 46 50 55 60

! ! r 1 I I I

This is a text. A text has many words. Words are made from letters.

60 4 50
4 11

%@@@@ Ie
e e e

Suffix-Trie:

~__
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Suche
Knuth-Morris-Pratt

= Algorithmus, um ein Muster in einer Zeichenkette
zu finden.

Nutzt Struktur des Suchmusters aus, indem teilweise
Zeichen nach Missmatch Ubersprungen werden.

s Besteht aus zwel Teilen:

Vorlaufalgorithmus:

» Bestimmt Préafixtabelle, die angibt, um wie viele
Positionen das Muster bei einem Missmatch
verschoben werden kann.

Suchalgorithmus:

» Durchsucht Zeichenkette nach dem Muster mithilfe der
Prafixtabelle.

17
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Suche
Aho-Corasick-Trie

= |Idee: mehrere Suchstrings
Suchstrings werden in Automaten gespeichert,
Kanten akzeptieren Buchstaben,

Wenn keine passende Kante mehr existiert, Sprung
uber  failure transition® in Zustand, der der groldten
Ubereinstimmung zwischen Text und einem Prafix
eines Suchstrings entspricht.
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Websuche
Graph-Struktur

= Grol3e zentrale, stark verkniupfte Komponente.
Jede Seite von jeder Seite erreichbar.

= Randgebiete die nur
Auf die zentrale Komponente verweisen,
Von zentraler Komponente aus verwiesen werden.

= Isolierte Komponenten.

Isolierte
Komponente
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Websuche

Indexierung: Crawler

= Crawling: Sammeln von Internetseiten, um sie
Indexieren zu konnen.
= Aufgaben:
Schnell neue Internetseiten besuchen.

Effizient arbeiten.

*» S0 viele brauchbare Internetseiten wie mdglich in
kurzer Zeit bearbeiten;

» Relevante Informationen extrahieren und speichern.

= Implementierung von lauffahigen Crawlern sind im
Netz frei verfligbar.
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Ranking von Webseiten
Hubs & Authorities (HITS)

= Erst wird Menge der relevanten Dokumente bestimmt.

s Diese werden mittels des Hub & Authority Score
sortiert.

= Hubs & Authorities (HITS):

Jeder Knoten besitzt...

» Hub Score: Wie gut sind seine Verweise auf ,kompetente”
Knoten
= ausgehende Kanten.

» Authority Score: Wie kompetent ist der Knoten, d.h. wie
viele kompetente Knoten verweisen auf ihn

= eingehende Kanten.

21
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Ranking von Webseiten
Authority-Ranking: PageRank

s Gegeben: Trainingsdaten X={x,,X,,...,X,} mit gegebenen lokalen

Authority Scores (Kompetenz-Bewertungen):
Authority Score A; =a(x;,x;) gibt an wie ,kompetent” x; aus

Sicht von x; Ist.
Link oder kein Link, Link-Position. 7] Authority Matrix

s Gesucht: Modellf:AcrR™»seR” welches fur Instanzen
X ={X,,X,,...x.} Qlobale Authority Scores (Ranking) s, liefert.

Annahme: Je kompetenter x; und je hoher der Authority Score

4, desto kompetenter x;.
\ Random Surfer

22
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Websuche
RankSVM

s Suchterme — Index — Liste von URLS.

m [exte mit mehreren Suchtermen durch
Mengenoperationen.

s Aufbau eines Ahnlichkeitsvektors mit
verschiedenen Merkmalen

sim(Xx, y) im Vektorraummodell

# gleicher Terme in (h1)-Tags
(x,q) = (ht)

PageRank(x)
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= Rlckgabe der Seiten arg max, wd(x,q)
= Manuelle Konstruktion von w.
= Lernen von w aus Klickdaten. -




RankSVM

s |ldee: Lernen des Gewichtsvektors durch
Klickdaten.

1. SVM-Support Vector Machines
WWW.support-vector-machines.org/

g)

D

=

Q

=

2. SVM-Light Support Vector Machine > 1 §
svmlight.joachims.org/ l{ > 13 3

3. Kernel-Machines.Org — Kernel Machines [{ > s §
www.kernel-machines.org/ —_— ] > le 'U')

4. Support Vector Machines - The Book L > 3
WWW.Support-vector.net/ 4~ "2 2

5. Support Vector Machines ly > 13 S
WWW.SVMS.org/ ly > 5 =

6. SVM - Support Vector Machines [y > g %

www.dtreg.com/svm.htm
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Themenmodellierung (LDA)

Chance and Statistical Significance in Protein and
DNA Sequence Analysis

Samuel Karlin and Volker Brendel

Top words from the top topics (by term score) Expected topic proportions
sequence residues
region binding
per domains
identified helix
fragments cys
two regions
genes structure
three terminus
cdna terminal
analysis site sl o |

Abstract with the most likely topic assignments

[Statisticall approaches help in 11 determination o' Sianificant confiqurations in protein and
nucleic acid sequence methods o= m (i) score-
[baséd sequence a for characlerizing anomalies in jogal
sequence 18X and for (il) quantile f amino
acid usage that reveal general composﬂlonal- in proteins and evolutionary (SIGHONS]

and (i) r-scan [SESHSHES) that can be JEPPNBEE o the analysis of spacings of sequence
markers.

that

Top Ten Similar Documents

Exhaustive Matching of the Entire Protein Sequence Database

How Big Is the Universe of Exons?

Counting and Discounting the Universe of Exons

Detecting Subtle Sequence Signals; A Gibbs Sampling Strategy for Multiple Alignment

Ancient Conserved Regions in New Gene Segquences and the Protein Databases

A Method to Identify Protein Sequences that Fold into a Known Three- Dimensional Structure

Testing the Exon Theory of Genes: The Evidence from Protein Structure

Predicting Coiled Coils from Protein Sequences

Genome Sequence of the Nematode C. elegans: A Platform for Investigating Biology 25
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Themenmodellierung (LDA)

Generatives Modell

Themen Dokumente

Themenanteile und
Zuweisungen

gene a,6d
e B Seeking Life’s Bare (Genetic) Necessities

COLD SPRING HARBOR, MNEW YORK— “are not all that far aparg,” especially in

50
Hiww many i o EREIERERIR i comparison o the 75,000 in rhie i
I SR Lost woeck ar the genome meching

e mesting
wr peneane researchers with rdically

her VLB I
Jifferent approsiches presennad complemen

the Fasic genes needed

life ]
evolve  0.01
@.01

wated char fi 24l .
A VTS Ay |'|~'|l"| v I||-'
brain @, 04 iib— bt thar anvehing shoer &
neuraon @62 of D00 swwouldn’t be enough ’
nerve f.81 Although the mumbers don't P
mmatch preciesely, those pred
"-—--"-”’..-_- * Genome Mapping and Saquenc
ing. Cold Spring Harbor, New Yok, Stripping down, Compuler analysis yields an ash-
May 81012 mate of the minimurm modem and ancient genames
data @.02

number  @.82 SRR e

computer @, 01 \

R

= Themen sind Verteilungen tUber die Wdrter des Vokabulars.

» Jedes Dokument ist eine Mischung aus Themen.
» Jedes Wort ist aus einem der Themen gezogen.

26
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Textklassifikation, Informationsextraktion

s Textklassifikation: Text - Kategorie
Wird I.d.R. aus annotierten Daten gelernt.
Anwendungsbeispiel: Posteingangsverarbeitung.
= Informationsextraktion: ldentifikation definierter
Felder in Dokument.
Wird i.d.R. auch aus Daten gelernt.
Anwendungsbeispiel: Automatisierung von

Dokumentenverarbeitungsprozessen.

Informationsextraktion: Feld

Textklassifikation: Dokument enthalt den Preis

ist eine Rechnung

EEX J
T

27
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Textklassifikation
Vektorraum-Modell

A

Im Vektorraummodell
4 entspricht jeder Text
ge nau einem Pu nkt
im Raum. Die Wort-
reihenfolge bleibt
dabei unberick-
sichtigt.

Aaron 90
Aar 90°
Aal >

s Text wird reprasentiert durch Punkt im
hochdimensionalen Raum,

= Wortreihenfolge bleibt unbericksichtigt,
,Fulball ist toll” und , Toll ist FuBRball* gleich.

s Variante: Wortstammbildung, ,inverse document
frequency”.

Zytoplasma /

28
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Textklassifikation
TFIDF-Reprasentation

= Termfrequenz eines Wortes in einem Text =
# Vorkommen des Wortes im Text.

= Problem 1: Einige Worter sind weniger relevant
Z.B. und, oder, nicht, wenn, ...

= LOsung: Inverse Dokumentenfrequenz

#Dokumente
#Dokumente , in denen Wort, vorkommt

IDF (wort;) =log

29
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Textklassifikation
Evaluation

= Flacheninhalt AUC gibt an, wie gut
gelerntes Modell ist.

= p = zufallig gezogenes Positivbeispiel
= N = zufallig gezogenes Negativbeispiel

= Theorem: AUC = P(f(p) > f(n)).
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Q] perfekte Funkt

= - a
=4 o
Dcf: ‘066 , e"??\

= o

=

False Positives
30




Textklassifikation
Lineare Klassifikatoren

=~ () o T
y=t ’ f(X)=w X+w,

y(X) =sign(t(x))
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Lineare Klassifikatoren
Rocchio

s Trennebene hat maximalen Abstand von den
Mittelpunkten der Klassen.

= Trainingsbeispiele konnen falsch klassifiziert
werden.

s Nachteil: Differenz der Mittelwerte kann schlechter
Normalenvektor flr
Diskrimination sein.
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Lineare Klassifikatoren
Perzeptron-Algorithmus ;

s Lineares Modell:
f(x)=w'x

s Perzeptron-Trainingsalgorithmus:
= Solange noch Beispiele (x;, y;) mit der Hypothese
iInkonsistent sind (3x, e Lyw'x, <0), iteriere Uber alle
Beispiele:
Wenn yw'x. <0 dann W< W+ YX; .

n
®)
=
®
=
®
=
~
®
=
o
w
=
jab)
>
92
=
U
=
jab)
0
92)
®
N
=
=
jab)
(@)
=5
—
®
®)
=
>
e
o
Q
®

33




Lineare Klassifikatoren
Margin-Maximierung

= Hard-Margin-Maximierung:
Minimiere |w| unter der
Nebenbedingungen:
fur alle Beispiele (x;, y;): yw'x >1
= Soft-Margin-Maximierung:
Minimiere I1w[+C> & unter den
Nebenbedingungen:
fur alle Beispiele (x;, Y;):
yW'x >1-&
Alle & > 0.
s Soft-Margin-Ebene existiert immer,
Hard-Margin-Ebene nicht!

Margin 1/|w|
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Lernen mit strukturierten Ausgaberaumen

s Multiklassen-SVM.
s Klassifikation mit Taxonomien.
= Sequentielle Ein- und Ausgabe.
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PCA

Anwendung & Interpretation

= Anwendungsbeispiel:
Morphace (Universitat Basel)

» 3D-Modelle von 200 verschiedenen Personen (jewelils
Uber 150000 Feature)

» PCA mit 199 Hauptkomponenten, jedes (3D) Gesicht
wird durch 199 Parameter charakterisiert.
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PCA

= PCA (Hauptkomponentenanalyse) projeziert Daten
In neuen Raum:
Alle Komponenten sind unkorreliert.
Die Gesamtvarianz bleibt erhalten.
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Sparse PCA

s Sparse PCA erzeugt sparse Hauptkomponenten.
Hauptkomponenten sind besser interpretierbar.

Sparse Daten sind auch im transformierten Raum sparse.

1stSPC 2" SPC

1 0

0 1
) o 0
0 0

n
®)
2
®
—h
®
=
~
®
=
o
)
>
jab)
>
92
=
1Y)
=
jab)
0
92)
®
N
i)
=
jab)
(@)
2
—
®
®)
2>
>
=
o
Q
®

38




Fragen?

Scheffer/GrofRhans/Prasse: Sprachtechnologie
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