Entscheidungsbaume aus groflen
Datenbanken: SLIQ

s CA4.5 iteriert haufig tGber die Trainingsmenge
Wie haufig?
Wenn die Trainingsmenge nicht in den

Hauptspeicher passt, wird das Swapping
unpraktikabel!

s SLIQ:
Vorsortieren der Werte flr jedes Attribut
Baum ,breadth-first” aufbauen, nicht ,depth-first".

= Originalreferenz:
M. Mehta et. al.: ,SLIQ: A Fast Scalable Classifier for Data Mining”. 1996
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Splitkriterium SLIQ: Gini Index

Um besten Split zu bestimmen, verwendet SLIQ

nicht den Information Gain, sondern den Gini-Index.

Fur eine Trainingsmenge L mit n unterschiedlichen
Klassen:

Gini(L) =1—-Xj-1. nP;
= p; ist die relative Haufigkeit des Wertes j

Nach einem binaren Split der Menge L in die
Mengen L,und L, ergibt sich:

Ginigyyi (L) = %Gini(Ll) + %Gini@z)

Gini-Index verhalt sich ahnlich wie Information
Gain.
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Vergleich: Information Gain vs. Gini Index

= Welcher Split ist besser?

[29 +, 35 -] X1 [29 +, 35 -] X2
yes no yes no
[21+, 5 -] [8+, 30 -] [18+, 33 -] [11+, 2 -]

= H(Ly)=—(2log, 2 +Zlog, ) = 0.99
= 1G(L,x;) = 0.99 = (2H(Ly,—yes ¥) + 2Ly, o ¥) ) = 0.26
= IG(Lx;) = 0.99 = (2H(Ly,—yes ¥) + 2Ly, noy) ) = 0.11

(1 - ((%) + (39 )) ~ 0.33

S
s Giniy, (L) = 2Gini(Ly, —yes) + 2Gini(Ly,—no) ~ 0.32
s Giniy, (L) = 2Gini(Ly,—yes) + gcml(LxZ:no) ~ 0.42
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SLIQ - Algorithmus

1. Starte Vorsortieren der Beispiele.

2. Solange Abbruchkriterium noch nicht erreicht ist
Fur alle Attribute

1. Lege fur alle Knoten ein Klassenhistogramm
an.
2. Starte Evaluierung der Splits.

Wahle Split.

Aktualisiere Entscheidungsbaum; flr jeden

neuen Knoten aktualisiere Klassenliste
(Knoten).
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SLIQ (1. Teilschritt)

= Vorsortieren der Beispiele:

1. FUr jedes Attribut: Lege eine Attributliste mit den
Spalten Wert, Beispiel-ID und Klasse an.

2. Lege eine Klassenliste mit den Spalten Beispiel-1D,
Klasse und Knoten an.
3. Iteriere Uber alle Trainingsbeispiele
Fur alle Attribute

= Flge Attributwert, Beispiel-ID und Klasse sortiert
(nach Attributwert) in alle Listen ein.

x Flge die Beispiel-ID, die Klasse und den Knoten
nach Beispiel-ID sortiert in die Klassenliste ein.
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SLIQ: Beispiel

TRAINING DATA AFTER PRE-SORTING
Class Class
List List
Age Salary Class Age  Index Salary Index Class Leafl
30 65 G 1| G
23 15 B - - 2
40 75 G 3
55 40 B - - - : o
55 100 G 5
45 60 G 6

Age List Salary List Class List



SLIQ: Beispiel

TRAINING DATA AFTER PRE-SORTING

Class Class

List List
Age Salary Class Age  Index Salary Index Class Leafl
30 65 G 23 2 15 2 1| G N1
23 15 B 30 1 40 4 2 B N1
40 75 G 40 3 ol [ 3 G N1
55 40 B 45 [i] (A 1 4 B N1
55 100 G 55 5 75 3 5 ' N1
45 &0 G 55 4 100 5 6 G N1

Age List Salary List Class List



SLIQ

1. Starte Vorsortieren der Beispiele.‘/

2. Solange Abbruchkriterium noch nicht erreicht ist
Fur alle Attribute

1. Lege fur alle Knoten ein Klassenhistogramm
an.
2. Starte Evaluierung der Splits.

Wahle Split.

Aktualisiere Entscheidungsbaum; flr jeden

neuen Knoten aktualisiere Klassenliste
(Knoten).
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SLIQ (2. Teilschritt)

= Evaluiere Splits.

1. F0r alle Knoten, fur alle Attribute
Lege ein Histogramm an (fur alle Klassen speichert
das Histogramm die Anzahl der Beispiele vor und

nach dem Split).

2. Far alle Attribute x
Fur jeden Wert v (traversiere Attributliste flr A)

1. Finde entsprechenden Eintrag in der Klassenliste
(liefert Klasse und Knoten).
2. Aktualisiere Histogramm fir den Knoten.

3. Bewerte den Split (falls Maximum, merken!)
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SLIQ: Beispiel

Class
List
Salary Index Class Leaf
1%
St | 15 2 [~ 1 G N2
@ w0 4 2 B | N2
60 6 3| G N3
65 1 4 B N3
75 3 5/ G N3
100 5 6 G N3
Salary List Class List

Update class histograms and

Evaluate first split for node N2 (salary <= 15)

{1}
B G B G
L 1 0 L| o 0
0 1 R L1 3
N2 N3

Update class histograms and

Evaluate first split for node N3 (salary <= 40)

B G B G
L 1 0 L 1 0
0 1 R 0 3

N2 N3
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SLIQ

1. Starte Vorsortieren der Beispiele.‘/

2. Solange Abbruchkriterium noch nicht erreicht ist
Fur alle Attribute

1. Lege fur alle Knoten ein Klassenhistogramm
an.

2. Starte Evaluierung der Splits v
Wahle Split.

Aktualisiere Entscheidungsbaum; flr jeden

neuen Knoten aktualisiere Klassenliste
(Knoten).
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SLIQ (3. Teilschritt)

s Aktualisiere Klassenliste (Knoten).

1. Traversiere Attributliste des im Knoten
verwendeten Attributs.

2. Fur alle Eintrage (Wert, ID)

3. Finde passenden Eintrag (ID, Klasse, Knoten) in
der Klassenliste.

2. Wende Split-Kriterium an, ermittle neuen Knoten.

5. Ersetze Klassenlisteneintrag durch (1D, Klasse,
neuer Knoten).
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SLIQ: Beispiel

N1 (Age == 35)

Class Class i

List List N3
Age Index Salary Index Class Leaf N2 (-';- I }

. v o= 40

23 - 15 2 1l G N2 (Salary == 15) azary .
30 1 40 4 2| B N4
40 3 60 6 36 | N3 | T N4 NS N6 N7
5 | 6 65 1 il B | N3 TN
53 5 75 3 5| G N3 (New value)
55 4 100 5 6| G N3
Age List Salary List Class List
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SLIQ: Datenstrukturen

= Datenstrukturen im Speicher?

s Ausgelagerte Datenstrukturen?

s Datenstrukturen in Datenbank?
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SLIQ- Pruning

= Minimum Description Length (MDL): Bestes Modell
fir einen gegebenen Datensatz minimiert Summe
aus Lange der im Modell kodierten Daten plus
Lange des Modells.

cost(M,D) = cost(D|M) + cost(M)
s cost(M) = Kosten des Modells (Lange).
Wie grol3 ist der Entscheidungsbaum.

s cost(D|M) = Kosten, die Daten durch das Modell
ZU beschreiben.
Wie viele Klassifikationsfehler entstehen.
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Pruning — MDL Beispiel |

= Angenommen: m = 16 binare Attribute und k = 3

Klassen 7 Fehler

Cq

CZ Cg

s cost(M,D) = cost(D|M) + cost(M)
Kosten fur die Kodierung eines internen Knotens:
* log,(m) = log,(16) = 4
Kosten fur die Kodierung eines Blattes:
* [log, (k)| = [log,(3) =2
Kosten fur die Kodierung eines Klassifikationsfehlers
beil n Trainingsdaten:

* log,(n) 56



Pruning — MDL Beispiel Il

s Welcher Baum ist besser?

7 Fehler 4 Fehler

Baum 1: C, Baum 2:

Cl Cz

CZ Cg

Cq C;
Interne Knoten Blatter Fehler

s KostenfurBaum 1l:2+x4+3*2+4+7x*log,n =14+ 7log,n
s KostenfurBaum 2:4 x4 +5%2+ 4 *log,n =26+ 4log, n
= Wennn < 16, dann ist Baum 1 besser.
= Wennn > 16, dann ist Baum 2 besser.




SLIQ - Eigenschaften

= Laufzeit fUr die Initialisierung (Vorsortierung):
O(nlogn) fur jedes Attribut

= Grol3teil der Daten muss nicht im Hauptspeicher
gehalten werden.

m Gute Skalierbarkeit.

Wenn Klassenliste nicht mehr in Hauptspeicher passt
funktioniert SLIQ nicht mehr.

Alternative: SPRINT

s Kann numerische und diskrete Attribute
verarbeiten.

s Parallelisierbarkeit des Verfahrens.
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Regressionsbaume

s |ID3, C4.5, SLIQ: Losen Klassifikationsproblem.
Ziel: niedrige Fehlerrate + kleine Baume

= Attribute kdnnen kontinuierlich sein (auf3er bei ID3),
aber Vorhersage ist diskret.

= Regression: Vorhersage kontinuierlicher Werte.
Ziel: niedrige Fehlerquadrate + einfaches Modell.
SSE=) " (y;— f(x))’

= Methoden, die wir jetzt gleich ansehen:
Regressionsbaume,
Lineare Regression,
Modellbaume.
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Regressionsbaume (CART)

= Eingabe: L=((x,y,)....(x,,¥,)), kontinuierliche y.
s Gesucht: X Y

s Algorithmus CART
Wourde gleichzeitig, unabhangig von C4.5 entwickelt.
Terminalknoten enthalten kontinuierlichen Wert.

Algorithmus wie C4.5. Fur Klassifikation leicht
anderes Kriterium (Gini statt IG), kaum Unterschied.

Information Gain (und Gini) funktionieren nur far
Klassifikation.

Fragestellung: Split-Kriterium fir Regression?

= Originalreferenz:
L. Breiman et. al.: ,Classification and Regression Trees”. 1984
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Regressionsbaume (CART)

» Ziel: niedrige Fehlerquadrate (SSE) + kleiner Baum.
= Beispiele L kommen im aktuellen Knoten an.
s SSE im aktuellen Knoten: sse =3, (y-%° mitv=|—i|2(x,y)dy
= Mit welchem Test soll gesplittet werden?
s Kriterium far Testknoten [x<v]:

SSE -Red(L,[x<V]) =SSE, —SSE, ,.,; —SSE .,;

SSE-Reduktion durch Test.
n  Stopp-Kriterium:

Flhre keinen neuen Split ein, wenn SSE nicht um
Mindestbetrag reduziert wird.

Erzeuge dann Terminalknoten mit Mittelwert m aus L.
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CART- Beispiel

_ I |
SSE, = Z(le)eL(y— y)? mit y = —

|L]

Z(x,y)eL y

s Welcher Split ist besser?

SSE(L) = 100
L =[2,3,4,10,11,12] X1

L1 = [2,3] LZ =[4,10,11,12]

SSE(L,) ﬁ SSE(L,) = 38,75

L1 =[2,4,10]

T

L, =[3,11,12]

1

SSE(Ly) = 34,67

SSE(L,) = 48,67




Lineare Regression

= Regressionsbaume: konstante Vorhersage in
jedem Blattknoten.

s Lineare Regression: Globales Modell einer linearen
Abhangigkeit zwischen x und y.

s Standardverfahren.

= FUr sich genommen nutzlich und Voraussetzung fur
Modellbaume.
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Lineare Regression

s Eingabe: L=((X,Y) (X, ¥4))

s Gesucht: lineares Modell

Y
= = hJ 0 o= n o = oo
1 L 1 L 1 L L ]
&

f(X)=w'x+cC

Normalenvektor

Residuen

Punkte auf der
Regressionsgeraden
stehen senkrecht
auf Normalenvektor.
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Modellbaume

= Entscheidungsbaum, aber lineares
Regressionsmodell in Blattknoten.
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Modellbaume

= Entscheidungsbaum, aber lineares

Regressionsmodell in Blattknoten.

Xx<.9
ja \ nein
x<.5 x<1l1
ja nein nein
\
\\
\
//.,/ \\\ 4'—.7
_ \
\
\
\
\\
o ®
\\\
\
\\
\
\
\
1 2 3 5 6 7 .8 1.0 11 1.2 1.3
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Modellbaume: Aufbau neuer Testknoten

Fuhre lineare Regression Uber alle Beispiele aus,
die den aktuellen Knoten erreichen.

Bestimme SSE.

Iteriere Uber alle moglichen Tests (wie C4.5):

Fuhre lineare Regressionen flr Teilmengen der
Beispiele im linken Zweig aus, bestimme SSE;,,..

Fuhre lineare Regressionen flur Teilmengen der

Beispiele im rechten Zweig aus, bestimme SSE,_ ..

Wahle Test mit grof3tem SSE- SSE;..- SSE

Stopp-Kriterium: Wenn SSE nicht um
Mindestbetrag reduziert wird, fihre keinen neuen
Test ein.

rechts*
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Fehlende Attributwerte

= Problem: Trainingsdaten mit fehlenden
Attributwerten.

= Was, wenn Attribut A getestet wird, flr das nicht fr
jedes Beispiel ein Attributwert existiert?
Trainingsbeispiel bekommt Attributwert, der unter

allen Beispielen im Knoten k am haufigsten fur A
vorkommt.

Trainingsbeispiel bekommt Attributwert, den die
meisten Beispiele mit der gleichen Klassifikation
haben.
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Attribute mit Kosten

= Beispiel: medizinische Diagnhose
Bluttest kostet mehr als Pulsmessung

s Fragestellung: Wie kann man einen mit den
Trainingsdaten konsistenten Baum mit geringen
Kosten lernen?

s LOsung: Ersetzte Information Gain durch:
Tan and Schlimmer (1990):  162(Lx)
Cost(A)

Nunez (1988): 216 (LX) 1
(Cost(A4)+1)W

Parameter w € [0,1] steuert den Einfluss der
Kosten.
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Bootstrapping

s Einfache Resampling-Methode.

s Erzeugt viele Varianten einer Trainingsmenge L.

= Bootstrap Algorithmus:

Wiederhole M mal:
» Generiere ein Sample L, der Grof3e n von L:

« Wiederholtes gleichverteiltes Ziehen mit
Zurucklegen von Beispielen.

x Berechne Modell 6, flr Ly
Gib die Bootstrap-Werte zurick:
* 0% = (604, ...,0)
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Bootstrapping - Beispiel

3,12
0
1,57

19,67
0,22
2,20
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Bagging

= Bagging = Bootstrap aggregating
= Bagging — Algorithmus:

Wiederhole M mal:
» Bestimme Bootstrap-Sample L, von L.

z.B. Modellbaum

» Bestimme Vorhersagemodell fur L. //

= Kombiniere die M gelernten Vorhersagemodelle:
Klassifikationsprobleme: Voting
Regressionsprobleme: Mittelwertbildung

= Originalreferenz:
L.Breiman: ,Bagging Predictors”. 1996
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Random Forests

Bootstrap

s Wiederhole: e

Ziehe zufallig mit Zuricklegen n Beispiele aus der
Trainingsmenge

Wahle zuféllig m’ < m Merkmale

Lerne Entscheidungsbaum (ohne Pruning)

s Klassifikation: Maximum Uber alle Baume (Voting)
= Regression: Mittelwert tber alle Baume

= Originalreferenz:

L. Breiman: ,Random Forests”. 2001
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Verwendung von Entscheidungsbaumen

= In der Objekterkennung.
= In der Face-Recognition.
= Als Teil komplexerer Systeme.
= Medizinische Diagnose.
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Erweiterungen

= Gradient Boosting Decision Tree

Konstruiert iterativ eine Menge von ,schwachen”
Entscheidungsbaumen durch Boosting.

Keine Merkmalsnormalisierung erforderlich.
Merkmalsselektion geschiet durch Boosting.

Nachtelil: Nicht parallelisierbar, da Boosting
seqgentieller Prozess ist - Rechenaufwandig.

s Kaskaden von Entscheidungsbaumen
Viola-Jones Face-Detector.
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Entscheidungsbaum - Vorteile

= Einfach zu interpretieren.

= KOnnen effizient aus vielen Beispielen gelernt
werden.
SLIQ, SPRINT

= Viele Anwendungen.

= Hohe Genauigkeit.
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Entscheidungsbaum - Nachteile

= Nicht robust gegenuber Rauschen
= Tendenz zum Overfitting

= [nstabil
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Zusammenfassung Entscheidungsbaume

» Klassifikation : Vorhersage diskreter Werte.
Diskrete Attribute: ID3.
Kontinuierliche Attribute: C4.5.
Skalierbar fur grof3e Datenbanken: SLIQ, SPRINT.

= Regression: Vorhersage kontinuierlicher Werte.
Regressionsbaume: konstante Werte in Blattern.
Modellbaume: lineare Modelle in den Blattern.
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