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Uberblick

= Arten von Lernproblemen:

Uberwachtes Lernen (Klassifikation, Regression,
ordinale Regression, Empfehlungen, Sequenzen und
Strukturen)

UnUberwachtes Lernen
Reinforcement-Lernen (Exploration vs. Exploitation)

= Modelle
= Regularisierte empirische Risikominimierung

Verlustfunktionen
Regularisierer

= Evaluierung



Uberwachtes Lernen: Grundbegriffe

s Instanz xe X
In der Statistik: unabhangige Variable
X kann z.B. Vektorraum uber Attribute sein (X =R™
Instanz ist in diesem Fall Belegung der Attribute.

X
x=| : | Merkmalsvektor

X

m

s Zielvariable: yeY
In der Statistik: abhangige Variable

s Ein Modell bildet Instanzen auf die Zielvariable ab.

X Modell y



Uberwachtes Lernen: Klassifikation

= Eingabe: Instanz x e X.
z.B. Merkmalsvektor

s Ausgabe: Klasse y €Y ; endliche Menge Y.
Klasse wird auch als Zielattribut bezeichnet
y heil3t auch (Klassen)Label

y

Klassifikator
X .




Klassifikation: Beispiel

= Eingabe: xe X.

X = Menge aller mdglichen Kombinationen einer
Menge von Wirkstoffem

Wirkstoff-
kombination

['ES Y
S

Attribute Instanz X

Wirkstoff 1 enthalten?

ok o+ F O

Belegung der Attribute,

Wirkstoff 6 enthalten?
Merkmalsvektor

= Ausgabe: yeY ={toxisch,ok} ®/©

Klassifikator @
==




Klassifikation: Beispiel

= Eingabe: Instanz x € X.

X = Menge aller 16x16 Pixel Bitmaps

Attribute Instanz X
Grauwert Pixel 1 0.1

0.3 3

()]

045| =

=

@

_ 0.65 i

Grauwert Pixel 256 0g7) @

= Ausgabe: yeY ={0,123,4,5,6,7,8,9}: erkannte Ziffer

Klassifikator
> ll6ll
6




Klassifikation: Beispiel

= Eingabe: Instanz x e X.

X = Bag-of-Words-Reprasentation aller moglichen Email-Texte

Attribute Instanz X
Email
2 0 Alternative
Wort 1 kommt vor~ Dear Beneficiary,
1 Beneficiary
Friend your Email address has been picked online in this
years MICROSOFT CONSUMER AWARD as a
Winner of One Hundred and Fifty Five Thousand
1 Sterling Pounds Sterling...
Wort N kommt vor? 700

N =1.000.000

= Ausgabe: yeY ={spam,ok}

Klassifikator
> Spam*




Klassifikation

» Klassifikator soll aus Trainingsdaten gelernt
werden.

Klassifikator @
=

Klassifikator
> ll6l|

Klassifikator
> Spam®




Klassifikationslernen

= Eingabe Lernproblem: = Ausgabe: Modell
Trainingsdaten T. .

=6
X ‘) & Yo : X =Y
X{ Coe 1
an Xnm ‘a Zum BeISplel
v © yg(X)={®' wenn x'0>0
y=|: @ sonst
Y,) @

Linearer Klassifikator mit
- Trainingsda’[en; Parametervektor 0.

Tn :{(Xp yl)""1(xn1 yn)}




Klassifikationslernen

= Eingabe Lernproblem:

Trainingsdaten T. .

= Trainingsdaten:

Tn :{(Xp yl)!"'1(xn1 yn)}

= Ausgabe: Modell

=ad
Yo : X =Y

s Modellklassen:

(Generalisierte) Lineare
Modelle

Entscheidungsbaume

Ensemble-
Klassifikatoren
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Uberwachtes Lernen: Regression

= Eingabe: Instanz xe X
z.B. Merkmalsvektor

Xl
X=| ..
Xin

= Ausgabe: kontinuierlicher Wert, yeR
z.B Toxizitat.

ea
D

Wie toxisch ist
Kombination?

y|g
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Regressionslernen

= Eingabe Lernproblem:

Trainingsdaten T. .

= Trainingsdaten:

Tn :{(Xp yl)!"'1(xn1 yn)}

= Ausgabe: Modell

2o @
Yo : X =Y

zum Beispiel

Y, (X)=x"0

/\

Generalisiertes lineares
Modell mit Parametervektor 0.
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Uberwachtes Lernen: Ordinale Regression

= Eingabe: Instanz xe X

s Ausgabe: diskreter Wert yeY, es existiert jedoch
eine Ordnung auf den Elementen von Y.

= GrolRe Abweichungen zwischen Vorhersage des
Modells und echtem Wert sind schlechter als
kleine.

Zufrieden mit der Wirkung?

.

=2

"}"}"}"}.g
=
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Uberwachtes Lernen:
Taxonomieklassifikation

= Eingabe: Instanz xe X

s Ausgabe: diskreter Wert yeY; es gibt eine
baumfdérmige Ordnung auf den Elementen von Y.

= Vorhersage ist umso schlechter, je weiter
vorhergesagter und tatsachlicher Knoten

auseinanderliegen.
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Uberwachtes Lernen: Sequenz- und
Strukturvorhersage

= Eingabe: Instanz xe X.
s Ausgabe: Sequenz, Baum oder Graphy eY.

= Beispielanwendungen:
Parsen naturlicher Sprache
Proteinfaltungen

...AAGCTTGCACTGCCGT...

—
e A —
PP NP, WP
f—‘—_j—"_—'-“ a‘/’\ _—'-_-'__'_'__-'_'_'—'_-__—\\ I
3
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Uberwachtes Lernen: Rankings

= Eingabe: Anfrage q, Liste von Items I, ..., |,.
= Ausgabe: Sortierung der Iltems

= Trainingsdaten: Nutzer klickt nach Anfrage q auf I;:

Item sollte hoher gerankt werden als weiter oben
stehende Items, die nicht angeklickt wurden.

Web Images Videos Maps MNews Shopping Mail more v

Gox }gle potsdam

Web Show options... Results 1 - 10 of about 14,500,000 for p

Welcome to SUNY Potsdam - SUNY Potsdam

A liberal arts college. Information for prospective students, current
students, faculty and staff, alumni and friends.

Current Students - Faculty & Staff - Athletics - Majors & Minors
www.potsdam.edu - Cached - Similar

Potsdam - Wikipedia, the free encyclopedia

Potsdam (German pronunciation: [ patsdam]) is the capital city of the
German federal state of Brandenburg and is part of the Metropolitan area
of ..

Geography - History - Politics - Education and research
en.wikipedia.org/wiki/Potsdam - Cached - Similar

Potsdam Conference - Wikipedia, the free

encyclopedia

Harry Truman and Joseph Stalin meeting at the Potsdam Conference

left to right, first row: Stalin, Truman, Soviet Ambassador Andrei ... 16
en.wikipedia.org/wiki/Potsdam_Conference - Cached - Similar




Uberwachtes Lernen: Empfehlungen

= Eingabe: Benutzer, Items, Kontextinformationen.

= Ausgabe: Wie sehr wird ein Vorschlag einem
Benutzer gefallen?

= Trainingsdaten: Ratings, Kaufe, Seitenaufrufe.

ALUMINIUM Baseballschiager 30' American Baseball

ws EUR 17,58

oy — ————— Auf LIQCL
Verisuf und versasd durch NORMANI

Sk @0 Linger
4 new ab FUR 17,58

wriin-Unien mil Tiplpres-Garantie Rindan Sae m hran-Ghop el Amaien, di/Uhen

Kunden, die diesen Artikel gekauft haben, kauften auch Sete | von 21
' ﬂ
]
Du chiy l.‘rl..'u'; Plaffarsaray KQ-FO0 [asbalachieger ok
andhanduchbe A0ML 14 Amarican Baseball

MChima g G deeadedeods 01 EUML 5,08 [t



Unlberwachtes Lernen

= Trainingsdaten beim untberwachten Lernen:
Menge von Instanzen x  X.

s Zusatzliche Annahmen Uber Prozess der
Entstehung der Daten, beispielsweise
Unabhangigkeiten von Zufallsvariablen.

m Zlel ist das Aufdecken von Strukturen in den Daten:

Beispielsweise wahrscheinlichste Aufteilung in
Cluster von Instanzen, die bestimmte, nicht direkt
beobachtete Eigenschaften teilen.

18



Clusteranalyse: Beispiel Emailkampagnen

= Eingabe: Strom von Emails.

= Ausgabe: Partitionierung in Teilmengen, die zur
selben Kampagne gehoren.

2 iz SOWVETSigs, Canadian Pharmacy
Hello, This is Terry Hagan Canadian Pharmacy Dear Mr/Mrs, This is Brenda i 1 IntErst Online Dragstore
Our company confirms you | | ** {Memer oniin® Bruastaes Dunn.
pany J Our office confirms you can L= il Visgrg  BLEE Ll disges Sift
are legible for a $250. OOO B T i et a $228.000 loan for a . By, s
loan for a $380.00/month. ;P' 371 00 per month payment. Zam e (R

Cluster 1 Cluster 2 Cluster 31
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Clusteranalyse: Beispiel
Marktsegmentierung

= Eingabe: Daten tber Kundenverhalten.

= Ausgabe: Partitionierung in Cluster von Kunden, die
ahnliche Produktpraferenzen haben.

[Cluster 1} [Cluster 2}

20



Lernen von Steuerungen

s System, das uUber Steuerungsparameter verflgt.

s Nutzenfunktion beschreibt, welches Verhalten
erwiunscht ist.

= Anderung der Steuerungsparameter kann zeitlich
verzogerte Auswirkungen haben.

= Lerner muss mit System experimentieren, um
Modell fur dessen Verhalten zu gewinnen
(Exploration)

s Gleichzeitig soll das System
moglichst in den besten
Zustanden gehalten werden
(Exploitation).




Lernen von Steuerungen: Beispiel

= Platzierung von Anzeigen.

= Um zu lernen, welche Anzeigen ein Benutzer
anklickt, muss Lerner experimentieren.

= Wenn Lerner experimentiert statt bisher popularste
Anzeigen zu verwenden, geht Umsatz verloren

s ~
ﬂi The always-on emall solution for

Attention Deficit Disorder

! B’.ABKBERR? warwvalleyofihegeeks.com y,

fl'ﬂf,mn—r The lowest prices on stolen goods! gﬂ\

Y,
L vy Y wirwvaley othegeeks com )

D ANDERSEN Creative Accounting Solutions
vy allevofthege eks.cam
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Taxonomie von Lernproblemen

= Uberwacht: Daten enthalten Werte fiir
vorherzusagende Variable

Klassifikation: Kategorielle Variable

Regression: Kontinuierliche Variable

Ordinale Regression: Endliche, geordnete Menge
Rankings: Reihenfolge von Elementen

Strukturierte Vorhersage: Sequenz, Baum, Graph, ...

Empfehlungen: Nutzer-Produkt-Matrix

23



Taxonomie von Lernproblemen

s UnUberwacht: Strukturelle Eigenschaften der
Trainingsdaten aufdecken

Clusteranalyse

UnUberwachtes Merkmalslernen: Finde Attribute, mit
denn sich die Daten gut beschreiben lassen

= Steuerungen / Reinforcement-Lernen: Steuerung
eines dynamischen Systems

24



Uberblick

» Modelle

= Regularisierte empirische Risikominimierung
Verlustfunktionen
Regularisierer

= Evaluierung

25



Klassifikationslernen

= Eingabe Lernproblem:

Trainingsdaten T. .

= Trainingsdaten:

Tn :{(Xp yl)!"'1(xn1 yn)}

= Ausgabe: Klassifikator

=ad
Yo : X =Y

= Wie kann
Lernalgorithmus Modell
(Klassifikator) aus
Trainingsdaten lernen?

= Suchproblem im Raum
aller Modelle

26



Modellraum, Parameterraum

= Modellraum, Parameterraum, Hypothesenraum &:
Klassifikator hat Parameter 9 € ®

® ist Menge der Modelle (Klassifikatoren), die
Lernverfahren in Betracht zieht.

Modellraum ist einer der Freiheitsgrade beim
maschinellen Lernen, viele Raume gebrauchlich.

Heisst auch Language Bias
= Beispiel:
Lineare Modelle

Yo (X) = {‘

m
, wenn > 'x,0, =8,

, sonst
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Verlustfunktion, Optimierungskriterium

s Lernprobleme werden als Optimierungsaufgaben
formuliert.

Verlustfunktion misst, wie gut Modell zu
Trainingsdaten passt

Regularisierungsfunktion misst, ob das Modell nach
unserem Vorwissen wahrscheinlich ist.

Optimierungskriterium ist Summe aus Verlust und
Regularisierer.

Suche Minimum des Optimierungskriteriums

s Insgesamt wahrscheinlichstes Modell, gegeben
Trainingsdaten und Vorwissen.

28



Verlustfunktion

= Verlustfunktion: Wie schlimm ist es, wenn Modell yy(x;)
vorhersagt obwohl der echte Wert der Zielvariable y; ist?

0(Ye(X:): Vi)

= Mittlerer Verlust auf den gesamten Trainingsdaten T :
Empirisches Risiko R(0) = Zé(ye(x) y.)

= Beispiel: Binares Klassifikationsproblem mit positiver
Klasse (+1) und negativer Klasse (-1). False Positives
und False Negatives gleich schlimm.

0, wenny, (X)) =V,

- 4 i) Yi) —
Zero-One Loss: Lo, (Y (Xi), Y;) {1’ sonst

29



Verlustfunktion

= Beispiel: diagnhostische Klassifikationsprobleme,
Ubersehene Erkrankungen (False Negatives) schlimmer
als False Positives.

Kostenmatrix
yi=+1 y;=-1
Coon Yo%) Y1) =1 Yo (X)=+1 | 0 Cep
Yo (X)) =-1] cq 0




Verlustfunktion

= Beispiel Verlustfunktion Regression: Vorhersage
moglichst dicht an echtem Wert des Zielattributes

Quadratischer Fehler

gz(y(a(xi)’ Yi) — (yﬁ(xi)_ Yi)2

| T
%

31



Verlustfunktion

= Wie schlimm ist es, wenn Modell y* vorhersagt
obwohl der echte Wert der Zielvariable y ist?

Verlust 2(y',y)

= Verlustfunktion ist aus der jeweiligen Anwendung
heraus motiviert.

39 _ 443 -1 D 75 N 39.44/39.46 P 4x1 sho
A 0p 1i 4482 0 Lo 36.86  Vallrd 736.584m
sy

This chart Basks sy sélar b TVC befats 3 6% aicid, Bounsrs st velieg oppa.

T I
———&MWM

wf x")./ kxmgf\ WM"XI‘V
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Suche nach Modell

= Suche nach Klassifikator Trainingsdaten

fur ,Kombination toxisch”. Medikamente in der Kombination

S X1 [X2 [X3 |X4 [X5 [X6 |y
= Modellraum: S el 1l 1l ol ol 1 1
3 & [l ol 1| 1] of 1] 1|®
_ ®. wenn > x0,20, =238 T 1] o] 1] o 1] o|®
ye(x) n &
@,sonst £ [xa] 0] 1| 1| o] o] O]©

= Ansatz: empirisches Risiko sollte minimal sein

0" =argming D" Lo, (¥, (%), ;)

s Gibt es ein solches Modell? Gibt es mehrere?

33



Suche nach Modell

s Suche nach Klassifikator
fur ,Kombination toxisch.

s Modellraum:

® . wenn > "x.0,>0
X): 1717 0
W {@ sonst

s Modelle mit Verlust von 0O:
Yo (X) :®, wenn x, >1

Yo (X) =, wenn X, +X; = 2
Yo (X) :, wenn 2x, + X, =1

Beispiel-

Kombinationen

Trainingsdaten

Medikamente in der Kombination

X1 X2 |[X3 |X4 |X5 |X6 y
xi| 1] 1] o] o] 1] 1
x2| o] 1 1] o] 1| 11@®
xs|] 1| ol 1| o] 1] o]©
x| o] 1] 1] o o] o
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Suche nach Modell

s  Suche nach Klassifikator
fur ,Kombination toxisch.

= Modellraum:

® . wenn > "x.0,>0
X): 1717 0
W {@ sonst

» Modelle mit Verlust von O:
Yo (X) :®, wenn x, >1

Yo (X) =, wenn X, +X; = 2
Yo (X) :, wenn 2x, + X, =1

Kombinationen

Beispiel-

Trainingsdaten

Medikamente in der Kombination

X1 X2 |[X3 |X4 |X5 |X6 y
xi| 1] 1] o] o] 1] 1
x2| o] 1 1] o] 1| 11@®
xs|] 1| ol 1| o] 1] o]©
x| o] 1] 1] o o] o

Modelle mit einem
empirischem Risiko von O
bilden den Versionenraum.

Versionenraum ist leer bel
widersprtchlichen Daten.

35



Suche nach Modell

s  Suche nach Klassifikator
fur ,Kombination toxisch.

= Modellraum:

» Modelle mit Verlust von O:
Yo (X) :®, wenn x, >1

Yo (X) =, wenn X, +X; = 2
Yo (X) :, wenn 2x, + X, =1

Kombinationen

Beispiel-

Trainingsdaten

Medikamente in der Kombination

X1 X2 |[X3 |X4 |X5 |X6 y
xi| 1] 1] o] o] 1] 1
x2| o] 1 1] o] 1| 11@®
xs|] 1| ol 1| o] 1] o]©
x| o] 1] 1] o o] o

Modelle im Versionenraum
unterscheiden sich in threr
Vorhersage fir einige
Instanzen, die nicht in der
Trainingsmenge vorkommen.

Welches ist das Richtige?
36



Unsicherheit

s In der Praxis erreicht man niemals Gewisshelit dartber,
ein korrektes Modell gefunden zu haben.

= Daten konnen widerspruchlich sein (z.B. durch
Messfehler)

= Viele unterschiedliche Modelle kbnnen einen niedrigen
Verlust haben.

= Das korrekte Modell liegt vielleicht gar nicht im
Modellraum.

= Lernen als Optimierungsproblem
Verlustfunktion: Grad der Konsistenz mit Trainingsdaten
Regularisierer: A-Priori-Wahrscheinlichkeit der Modelle

37



Reqularisierer

= Regularisierer:

drickt Annahme dartber aus, ob Modell a priori
wahrscheinlich ist.

Unabhangig von den Trainingsdaten.

Je hoher der Regularisierungsterm fur ein Modell, desto
unwahrscheinlicher

= Haufig wird die Annahme ausgedrtckt, dass wenige der
Attribute fur ein gutes Modell ausreichen.
Anzahl der Attribute, L,-Regularisierung
Betrag der Attribut-Gewichtungen, L,-Regularisierung
Quadrat der Attribut-Gewichtungen, L,-Regularisierung.
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Regularisierer

= Kandidaten: (6,6,6,6,6,06,
ye(X)=®, wenn X; >1 ,=(1000001

0
ye(X), Wenn X, + ¥ 2 0,=(2010010)
e 0

Yo (X) =(&3), wenn 2x, +x, >1 ,=(1000201)'

)
)T

= Regularisierer:
L,-Regularisierung L,-Regularisierung L,-Regularisierung

Q, (91) =2 Ql(ﬂl) =2 Q, (91) =2
0,(0,)=3 Q,(0,)=4 Q,(6,)=6
Q0(93) =3 Q1(03) =4 Q2(93) =6

39



Regularisiertes empirisches Risiko

s [rade-Off zwischen mittlerem Verlust und
Regularisierer

%Z?_lf(ye(xi), y,)+A0(0)

s Parameter A steuert Trade-Off zwischen Verlust
und Regularisierer.

= Viele Lernalgorithmen sind Spezialfalle der
regularisierten empirischen Risikominimierung

40



Optimierungsproblem

= Rechtfertigung fur Optimierungskriterium?

= Mehrere Rechtfertigungen und Herleitungen.
Wahrscheinlichstes Modell (MAP-Modell).

Niedrige obere Schranke fur Fehler auf zuktnftigen
Daten abhangig von |0|. (SRM).

Lernen ohne Regularisierung ist ill-posed Problem;
keine eindeutige LOsung, oder Losung hangt extrem
stark von minimalen Anderungen in den Daten ab.

41



Regularisierte empirische
Risikominimierung

= Suche nach Klassifikator Trainingsdaten

fur ,Kombination toxisch”. Medikamente in der Kombination

. g X1 [X2 |X3 |X4 [X5 |X6 |y
= Modellraum: S [ 1] 1] o] o] 1] 1
1 ©
" = ol 1] 1f of 1| 1|®
cwenn Y "x 0 >0 2S5 X2
ye(x):{® 21 ivi 0 %‘E: xsl 11 O] 1| O] 1| O @
, sonst 22 [xa] of 1] 1] o] o] o]®

= Regularisiertes empirisches Risiko:
1 <
HZ :1€0/1(Ye (%), y;)+0.1Q2,(0)

=  Modell mit minimalem regularisiertem empirischem Risiko:

(x) = @ wenn x, =1
YolX) = @ sonst

42



Evaluierung von Modellen

= Wie gut wird ein Modell in Zukunft funktionieren?

s Zukunftige Instanzen werden entsprechend einer
(unbekannten) Verteilung p(x,y) gezogen.

s Risiko: erwarteter Verlust unter p(x,Yy)
RO) = [7(y,(x),y)p(x, y)dx

= Ist das empirische Risiko auf den Trainingsdaten
ein brauchbarer Schatzer fur das Risiko?

43



Evaluierung von Modellen

= Wie gut wird ein Modell in Zukunft funktionieren?

s Zukunftige Instanzen werden entsprechend einer
(unbekannten) Verteilung p(x,y) gezogen.

s Risiko: erwarteter Verlust unter p(x,y)
= Ist das empirische Risiko auf den Trainingsdaten
ein brauchbarer Schéatzer fur das Risiko?

Problem: Alle Modelle aus dem Version Space
haben ein emp. Risiko von 0 auf Trainingsdaten.

Ein Klassifikator, der einfach nur die Trainingsdaten
In einer Tabelle speichert hat ein empirisches Risiko
von 0 auf Trainingsdaten.
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Evaluierung von Modellen

= Wie gut wird ein Modell in Zukunft funktionieren?

s Zukunftige Instanzen werden entsprechend einer
(unbekannten) Verteilung p(x,y) gezogen.

s Risiko: erwarteter Verlust unter p(x,y)

= Empirisches Risiko auf den Trainingsdaten ist ein
extrem optimistischer Schatzer fur das Risiko.

= Risiko wird auf Daten geschatzt, die nicht zum
Training verwendet wurden.
Training-and-Test.
N-fold Cross Validation.
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Optimierungsproblem

Einstellung von A?
Telle verfigbare Daten in Trainings- und Testdaten

Iteriere Uber Werte flr A
Training auf Trainingsdaten, finde Modell
Bestimme auf Testdaten

Wahle Wert A mit minimalem Verlust
Trainiere mit allen Daten

R(6)
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Daten, Modelle, Lernprobleme

» Uberwachtes Lernen: Finde Modell, dass in
Trainingsdaten beobachtete Zielvariable vorhersagt

= Verlustfunktion: Ubereinstimmung zwischen
Vorhersage des Modells und Wert der Zielvariable
In den Trainingsdaten.

» Regularisierer: Ubereinstimmung mit Vorwissen.

= Unlberwachtes Lernen: Keine Zielvariable,
entdecke Struktur in den Daten, z.B. durch
Einteilung der Instanzen in Cluster mit
gemeinsamen Eigenschaften.

= Reinforcement-Lernen: Steuerung von Prozessen.
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