
INTELLIGENTE DATENANALYSE

IN MATLAB

Mathematische Grundlagen



 Lineare Algebra: 

 Vektoren, Matrizen, …

 Analysis & Optimierung: 

 Distanzen, konvexe Funktionen, Lagrange-Ansatz, …

 Stochastik: 

 Wahrscheinlichkeitstheorie, Statistik, … 

 Numerik: 

 Fehlerfortpflanzung, Näherungsverfahren, …

Überblick
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 Vektor:

 Vektorsumme:

 Skalarprodukt:

Lineare Algebra
Vektoren
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 Matrix:

 Matrixsumme:

 Matrixprodukt:

Lineare Algebra
Matrizen
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 Hyperebene:

 Ellipsoid:

Lineare Algebra
Geometrie
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 Quadratisch:

 Symmetrisch: 

 Spur (trace):

 Rang (rank):

 Determinante:

 Positiv definit:

Lineare Algebra
Matrix-Eigenschaften
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 Eins-Vektor/-Matrix:

 Einheitsvektor:

 Diagonalmatrix:

 Einheitsmatrix:

Lineare Algebra
Spezielle Matrizen

1

1 1

0

( ) [ ]

0

m m

m

a

diag a a

a

 
 

 
 
  

a e e

1 0

( )

0 1

diag

 
 

 
 
  

I 1

1 1 1

,    

1 1 1

   
   

 
   
      

1 1

T
[0 0 1 0 0]i e

1i 

7



 LU-Zerlegung (m = n):

 Cholesky-Zerlegung (m = n):

 Eigenwert-Zerlegung (m = n):

Lineare Algebra
Matrix-Faktorisierung
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falls Matrix A symmetrisch



 Singulärwert-Zerlegung (m > n):

 Berechnung durch Eigenwert-Zerlegung: 

Lineare Algebra
Matrix-Faktorisierung
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 Definition:

 Beispiele für Vektor-Distanzen bzw. Normen:

 Minkowski-Distanz:

 Manhattan-Distanz:

 Euklidische Distanz:

 Beispiel für Matrix-Distanzen:

 Schatten-Distanz:

 Trace-Distanz:

 Frobenius-Distanz:

Analysis
Distanzen
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 Erste Ableitung einer Funktion:

 Nach einem Skalar x:

 Nach einem Vektor x:

 Zweite Ableitung einer Funktion:

 Nach einem Skalar x:

 Nach einem Vektor x:

Analysis
Differentialrechnung
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 Integral einer Funktion:

 Über einem Skalar x:

 Über einem Vektor x:

 Bestimmtes Integral:

 Umkehroperation:

 Berechnung analytisch durch Integrationsregeln

oder numerische Approximation (Quadraturformeln).

Analysis
Integralrechnung
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 Konvexe Funktion:

 Konkave Funktion:

 Streng konvex bzw. konkav:

 „“ bzw. „“ wird zu „“ bzw. „“.

 Es existiert maximal ein Minimum bzw. Maximum.

 Zweite Ableitung ist überall positiv bzw. negativ.

 Tangente an f(x) ist untere bzw. obere Schranke von f.

Analysis
Konvexe & konkave Funktionen

( (1 ) ) ( ) (1 ) ( )f tx t y tf x t f y    

( (1 ) ) ( ) (1 ) ( )f tx t y tf x t f y    
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 Optimierungsaufgabe (OA): 

 f Zielfunktion.

 S zulässiger Bereich (definiert durch Nebenbedingungen).

 f* Optimalwert.

 x* optimale Lösung.

 Ein x  S wird zulässige Lösung genannt.

 Konvexe Optimierungsaufgabe: 

 Zielfunktion und zulässiger Bereich konvex.

 Lokales Optimum = globales Optimum.

Optimierung
Definitionen

* *min ( )  mit  arg min ( )
x S x S

f f x x f x
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 Notwendige Optimalitätskriterien für x*:

 Wenn f in x* differenzierbar ist, dann ist               .

 Wenn f in x* zweimal differenzierbar ist, dann ist 

eine positiv (semi-)definite Matrix.

 OA ohne Nebenbedingungen:

 OA mit n Nebenbedingungen: 

Optimierung
Eigenschaften
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 Lagrange-Ansatz für konvexe Optimierungsaufgabe 

mit Nebenbedingungen:

 Zulässiger Bereich:

 Lagrange-Funktion:

 Dualität:

 Primale OA:

 Duale OA:

Optimierung
Lagrange-Ansatz
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 Zufallsexperiment: Definierter Prozess in dem eine 

Beobachtung ω erzeugt wird (Elementarereignis).

 Ereignisraum Ω: Menge aller möglichen Elementar-

ereignisse; Anzahl aller Elementarereignisse ist |Ω|.

 Ereignis A: Teilmenge des Ereignisraums.

 Wahrscheinlichkeit P: Funktion welche Wahr-

scheinlichkeitsmasse auf Ereignisse A aus Ω verteilt.

Stochastik
Wahrscheinlichkeitstheorie

  ( ) :P A P A 
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 Wahrscheinlichkeitsfunktion = normiertes Maß 

definiert durch Kolmogorow-Axiome.

 Wahrscheinlichkeit von Ereignis        : 

 Sicheres Ereignis:

 Wahrscheinlichkeit dass Ereignis        oder Ereignis

eintritt mit            (beide Ereignisse sind 

inkompatibel):

 Allgemein gilt:

Stochastik
Wahrscheinlichkeitstheorie

( ) 1P  
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 Für zwei unabhängige Zufallsexperimente gilt: 

Wahrscheinlichkeit dass Ereignis         (im ersten 

Experiment) und Ereignis        (im zweiten Experiment) 

eintritt ist

 Allgemein gilt:

 Satz von Bayes:

Stochastik
Satz von Bayes

B

( , ) ( | ) ( )P A B P A B P B

Bedingte Wahrscheinlichkeit: Wahrscheinlichkeit 

von A unter der Bedingung dass B eingetreten ist.
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 Zufallsvariable X ist Abbildung eines elementaren 

Ereignisses auf einen numerischen Wert,                    

bzw. auf einen m-dimensionalen Vektor,                     .

 Verteilungsfunktion einer Zufallsvariable X:

 Dichtefunktion einer Zufallsvariable X:

 Für endlichen Ereignisraum (|Ω| < ∞) gilt:

Stochastik
Zufallsvariablen

( ) : ( ) : ({ | ( ) })XP x P X x P X x     
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 Informationsgehalt der Realisierung x eines Zufalls-

experiments (mit Zufallsvariable X):

 Information der Realisierungen x, y zweier unabhängiger 

Zufallsexperimente (mit Zufallsvariablen X, Y):

 Aus                                                folgt:

wobei                  .

 Informationsgehalt:                    .

Stochastik
Informationstheorie

( ) : ( )Xh x h X x 

( , ) ( ) ( )XYh x y h X x h Y y   

( , ) ( , ) ( ) ( )XYp x y P X x Y y P X x P Y y     

log ( , ) log ( ) log ( )XYp x y P X x P Y y     

( ) : log ( )X Xh x p x 

0 log ( , )XYp x y 
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 Verteilungs- und Dichtefunktion.

 Wertebereich: stetig/diskret, endlich/unendlich, ...

 Erwartungswert (erwartete Realisierung):

wobei                        .

 Varianz (erwartete Abweichung vom Erwartungswert): 

 Entropie (erwarteter Informationsgehalt):

Stochastik
Kenngrößen von Zufallsvariablen 
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 Stochastischer Prozess:

 Abbildung           aus         auf Menge der reellen Zahlen 

die für jedes fixierte        eine Zufallsgröße Xt und für jedes 

fixierte          eine gewöhnliche reelle Funktion x(t) darstellt.

 Jede Zufallsgröße Xt nimmt für ein Zufallsexperiment einen 

Wert xt (Realisierung von Xt) an.

 Realisierung eines (univariaten) stochastischen 

Prozesses = Sequenz von Werten                   .

Stochastik
Stochastischer Prozess

( , )X t T

{ : 1... }tx t n 

t T
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 Annahmen: 

 Datenpunkt xi ist eine Belegung der Zufallsvariable X
(Realisierung des dazugehörigen Zufallsexperiments).

 Stichprobe von n Datenpunkten xi resultiert aus n-maliger 
Wiederholung des Zufallsexperiments.

 Ziel: Bestimmung der Eigenschaften von X (bspw. 
Verteilungsfunktion) basierend auf Stichprobe.

 Entwicklung von Schätz- und Testverfahren für solche 
Aussagen, z.B.:

 Schätzer für Parameter von Verteilungsfunktionen.

 Signifikanztests für Aussagen.

Stochastik
Mathematische Statistik

24



 Idee: Ersetzen der Dichtefunktion        durch empirische 

Dichte .

 Erwartungswert-Schätzer = Empirischer 

Erwartungswert (Mittelwert bzw. mittlere Realisierung):

 Varianz-Schätzer = Empirische Varianz 

(mittlere quadratische Abweichung vom Mittelwert):

 Erwartungstreuer Schätzer:

Stochastik
Schätzer
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 Ziel: Konstruktion und Analyse von Algorithmen für 

kontinuierliche mathematische Probleme falls

 Keine analytische Lösung für ein Problem existiert, oder

 Analytische Lösung nicht effizient gefunden werden kann.

 Konstruktionsprinzipien:

 Exakte Verfahren: Exakte Lösung bei unendlicher 

Rechnergenauigkeit.

 Näherungsverfahren: Approximative Lösung.

 Analysen:

 Laufzeit, Stabilität/Fehleranalyse und Robustheit.

Numerik
Überblick
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 Fehlerarten:

 Eingabefehler, Messfehler, Rundung auf Maschinengenauigkeit.

 Systematische Fehler (z.B. Diskretisierung), Rundungsfehler.

 Beispiele:

 Addition von x und y mit          :

 Logarithmieren/Potenzrechnen:

 Fehlerfortpflanzung: Summieren n ähnlich großer Zahlen

Numerik
Fehler
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 Lösung linearer Gleichungssysteme.

 Interpolation/Approximation von reellen Funktionen.

 Finden von Extremwerten (Nullstellen, Minima, Maxima, 

Sattelpunkte, …) nichtlinearer Gleichungen.

 Numerische Differentiation/Integration.

 Anfangswert-/Randwertprobleme für Differential-

gleichungen.

 Eigenwertprobleme und Matrix-Faktorisierung.

Numerik
Anwendungen
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 Ziel: Finden von     mit          .

 Newtonsches Näherungsverfahren (Newton-Verfahren):

 Anwendung: Lösen von Optimierungsaufgabe ohne NB; 

für optimale Lösung x* gilt :

 Quasi-Newton-Verfahren: Approximation von      

bzw.        .

Numerik
Beispiel: Nullstellenproblem

0( ) 0g x 0x

0 0 0 1 0

1 ( ) ( )t t t tx x g x g x


 

*( ) 0    ( ) : ( )x xf x g x f x   

* * 2 * 1 *

1 ( ) ( )t t x t x tx x f x f x

   

1( )H f  ( )grad f

1g 

1( )H f 
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 Maschinelles Lernen ist zum großen Teil die Anwendung 

von Mathematik aus zahlreichen Gebieten, 

insbesondere der Statistik & Optimierung.

 Inhalt der Veranstaltung ist 

 Verstehen, Implementieren und Anwenden von Algorithmen 

des Maschinellen Lernens.

 Inhalt der Veranstaltung ist NICHT 

 Herleiten der zugrunde liegenden Mathematik.

Zusammenfassung
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